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Anwendungen Kiinstlicher Intelligenz in der Evaluation
Stand von Forschung und Praxis

Jan Ulrich Hense

ZUSAMMENFASSUNG

Jiingere Entwicklungen im Bereich der Kiinstlichen Intelligenz (KI) ermdglichen heute auch
ohne spezialisierte Kenntnisse deren Einsatz fiir unterschiedlichste Zwecke. Fiir die Evaluation
ergeben sich daraus vielfaltige Anwendungsperspektiven, die im Feld bereits umfassend disku-
tiert werden. Die vorliegende Expertise hat vor diesem Hintergrund das Ziel, die Potenziale von
KI-Anwendungen fiir die Evaluationspraxis und die damit verbundenen Chancen und Risiken auf
Basis des aktuellen Entwicklungsstands systematisch herauszuarbeiten und Empfehlungen fiir
das Feld zu formulieren.

Kl ist mehr als ChatGPT und unterscheidet sich wesentlich von etablierter Software.
Grundlegend beriicksichtigt die Expertise nicht alleine die heute den Diskurs bestimmenden KI-
Chatbots wie ChatGPT, sondern allgemeiner den Einsatz von Kl-Technologien wie Machine und
Deep Learning, Neuronale Netzwerke, Data beziehungsweise Text Mining, Natural Language Pro-
cessing und Large Language Models. Kl weist allgemein einige Besonderheiten auf, die sie von
etablierten Software-Technologien unterscheiden und eine wichtige Rolle bei der Bewertung ihres
Einsatzes in Evaluationen spielen. Im Einzelnen sind dies Polyvalenz (Offenheit der Einsatzzwe-
cke), stochastische Funktionsweise (Abhangigkeit von aus Trainingsdaten ,gelernten” Regelhaf-
tigkeiten), unsichere Reproduzierbarkeit (Variation der Ausgabe trotz identischer Eingabe), Ko-
produktion der Ergebnisse (starker Einfluss der Aufgabenformulierung auf das Ergebnis), diffuse
Systemgrenzen (situativer Einbezug externer Ressourcen durch die KI), Integration und Einbet-
tung (Verfiigbarkeit von Kl innerhalb von etablierten Softwareprodukten) sowie Adaptivitédt (An-
passung der Ergebnisse an Nutzungspraferenzen und -gewohnheiten).

Kl kann in samtlichen Phasen von Evaluation zum Einsatz kommen.

In der Fachdiskussion findet sich bereits eine grole Anzahl von potenziellen Anwendungsmdog-
lichkeiten und dokumentierten Anwendungsbeispielen von KI. Einen Schwerpunkt bildet dabei
zwar die Auswertungsphase, besonders in Bezug auf qualitative Daten, insgesamt finden sich
aber Anwendungsmaglichkeiten, die sich auf samtliche Phasen des Evaluationsgeschehens
erstrecken. Der Grofteil der jiingeren Diskussion bezieht sich auf KI-Chatbots und vor allem
ChatGPT, viele Beispiele sind aber bereits schon vor 2023, dem Jahr des ,Al breakthrough®, do-
kumentiert und thematisierten auch andere Kl-Technologien und -Applikationen. Die Expertise
gibt einen Uberblick iiber diese vielfaltigen Anwendungsformen und strukturiert nach typischen
Phasen des Evaluationsgeschehens.
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Die Nutzung von Kl in der Evaluation birgt Chancen.

Effizienzgewinne des KlI-Einsatzes werden primar in Szenarien erwartet, in denen Kl zeitrauben-
de Routinetatigkeiten ibernimmt und die Ergebniskontrolle oder allgemeiner die Uberpriifung
und Verbesserung von Evaluationsprodukten unterstiitzt. Vor allem bei qualitativen Daten ver-
spricht eine starker automatisierte Auswertung Zeitersparnisse. Werden diese genutzt, um eine
aus ressourcengriinden kleine qualitative Datenbasis zu vergroRern, konnen auch Effekte auf die
Evaluationsqualitét erzielt werden. Die Auswertung qualitativer Daten konnte grundsétzlich sogar
objektiver werden, wenn sie losgeldst von den Interpretationen Einzelner erfolgt. Kl bietet dariiber
hinaus Potenziale zur Aufwertung der explorativen Datenanalyse, zur Analyse nicht antizipierter
Wirkungen und zur Nutzung von vorher ungenutzten Daten. Weiterhin kdnnten mit dem Einsatz
von Kl die umfassendere Verwendung von Wirkungsmodellen sowie die Beriicksichtigung von
Implementierungstreue in Evaluationen unterstiitzt werden. Effekte auf die Nutzung von Evalua-
tionsergebnissen sind durch die erleichterte Anfertigung von Berichtsvarianten und -formaten fiir
verschiedene Zielgruppen maoglich. Perspektivisch kdnnten vor allem interaktive Formate der Be-
richterstattung und Nutzungsférderung mit Hilfe von Kl leichter realisiert werden.

Die Nutzung von Kl in der Evaluation birgt Risiken.

Die genannten Chancen sind nur zu realisieren, wenn die damit verbundenen Risiken angemessen
adressiert werden. Die Genauigkeit von Evaluation kann leiden, weil von oder mit KI generierte
Ergebnisse ohne explizite Kontroll- und AbsicherungsmalRnahmen oft unzuverlassig, in ihrem Zu-
standekommen nicht nachvollziehbar und wenig replizierbar sind. AuRerdem wohnt den KI-Mo-
dellen eine Tendenz zur Generalisierung inne, die notwendige Differenzierungen vernachlassigt.
Das Gebot zur Fairness wird besonders durch die Anfélligkeit von KI-Modellen gegeniiber diskri-
minierenden Biases bedroht und durch die Tatsache, dass beim Erstellen gangiger KI-Modelle im
groRen Stil Urheberrechte verletzt werden. Die Durchfiihrbarkeit von Evaluationen kann beim KI-
Einsatz durch Datenschutzverletzungen beeintrachtigt werden. Weitere Hindernisse ergeben sich
aus den fir einen kompetenten KI-Einsatz erforderlichen Kompetenzen und Ressourcen sowie
einem duBerst dynamischen und schwer tiberschaubaren Angebotsmarkt. Schliellich kann die
Niitzlichkeit von Evaluation durch die starke Kontextabhangigkeit der Qualitat von KI-Ergebnissen
beeintrachtigt werden. Vor allem aber sind mégliche negative Auswirkungen auf das Beziehungs-
gefiige in Evaluationen zu beriicksichtigen. Ubergreifende Risiken sind im Kontext Evaluation da-
riiber hinaus missbrauchliche Nutzungen von Kl in Form von Plagiaten oder Datenfélschungen
und das leichtfertige Ignorieren von Risiken in Folge des inharenten Konflikts zwischen Markt-
druck und Qualitdtsanspriichen in Auftragskontexten. Dariiber hinaus gibt es vielféltige gesamt-
gesellschaftlich problematische Aspekte des Kl-Einsatzes, die auch in Evaluationskontexten
nicht ignoriert werden sollten.

Evaluation braucht eine informierte Haltung gegeniiber Ki.
Die Empfehlungen der Expertise erstrecken sich auf vier Bereiche.

Erstens wird eine aktive Auseinandersetzung aller Evaluationsbeteiligten mit den Potenzialen des
Kl-Einsatzes und seinen immanenten Risiken und Limitierungen empfohlen. Ziel muss sein, eine
informierte Haltung zur Thematik einnehmen zu konnen. Dazu gehort auch ein Verstandnis fiir
KI-Einflisse auf Ebene der Evaluationsgegenstande.
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Zweitens wird eine kompetente Anwendung empfohlen, die erforderlich ist, obwohl die KI-Nut-
zung sich vordergriindig sehr einfach gestaltet. Dazu gehdren eine wohldosierte und reflektierte
Nutzung, die bewusste Auswahl von KI-Modellen und KI-Applikationen, die Priifung der Anwend-
barkeit lokaler KI-Modelle, die transparente Dokumentation der KI-Nutzung sowie ein gezielter
Kompetenzaufbau im Bereich KI.

Drittens sollten Organisationen und Institutionen im Evaluationsbereich berprifen, inwiefern
sich durch KI Bedarfe zur Anpassung von Routinen und Regulierungen ergeben. Sie betreffen die
Aufmerksamkeit fiir potenzielle Datenfalschungen, das Bewusstsein fiir mogliche Bedrohungen
der Anonymisierung von Daten, Regulierung und Vereinbarungen zum KI-Einsatz in Evaluationen
und Ausschreibungsverfahren sowie die Nutzung von Evaluationsprodukten fiir das Training von
KI-Modellen.

Schliellich ist zu empfehlen, bei der Bewertung des Kl-Einsatzes in Evaluationen einer explizit
fachlichen Perspektive das Primat einzurdumen. Wie bei anderen Entscheidungen, die die Ausge-
staltung einer Evaluation betreffen, sollte immer die Qualitat der Evaluation mit den Kernkriterien
Nitzlichkeit, Fairness, Durchfiihrbarkeit und Genauigkeit mal3geblich sein und nicht angenom-
mene Kostenersparnisse oder andere Erwartungen, die mit einem KI-Einsatz verbunden werden.
Diese Empfehlung richtet sich gleichermallen an Evaluierende wie an Auftraggebende.

Kl ist gekommen, um zu bleiben.

Wie auch andere Tatigkeitsfelder wird die Evaluation bereits jetzt in vielfacher Weise durch Ki
verdandert und kann selbst fiir jene, die sie nicht nutzen, Auswirkungen haben. Eine pauschale Be-
wertung dieser Veranderungen ist nicht moglich, da sowohl der Gegenstand ,KI" als auch die aus-
gelosten Veranderungen vielschichtig, heterogen und im permanenten Fluss sind. Eine pauschale
Trivialisierung von Kl wére in jedem Fall naiv. Stattdessen sollten konkrete KlI-Applikationen und
vor allem konkrete Verwendungsvarianten differenziert hinsichtlich ihrer Auswirkungen auf As-
pekte der Evaluationsqualitat und libergeordnete Prinzipien hin diskutiert werden. Die weitere
Entwicklung im Feld Kl allgemein und in der Evaluation im Besonderen wird mafl3geblich von einer
Reihe von technologischen, marktbezogenen, rechtlichen, gesellschaftlichen und nicht zuletzt in-
nerfachlichen Entwicklungen abhangen.
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ABKURZUNGEN

API
DL
DM
GPT
Kl
LLM
ML
NLP
NN
™

GLOSSAR
Chatbot

Custom Al

Generative Kl

KI-Anwendung

Kl-Applikation

KI-Modell

Kl-Technologie

Model Card

Prompt

Prompt Engineering

Application Programming Interface
Deep Learning

Data Mining

Generative pre-trained transformer
Kinstliche Intelligenz

Large Language Model

Machine Learning

Natural Language Processing
Neuronales Netzwerk

Text Mining

Kl-Applikation, die einen naturlichen Austausch mit einem LLM in
Dialogform erméglicht (z. B. ChatGTP).

Anpassung vorhandener generischer KI-Modelle fiir spezialisierte
Anwendungen

Kl, die neuartige Inhalte schopfen kann.

Nutzung einer KlI-Applikation fiir einen bestimmten Zweck
(z. B. Zusammenfassen eines Texts).

Software, die ein KI-Modell fiir Menschen nutzbar macht und dabei
mehrere Kl-Technologien verkniipfen kann
(z. B. ChatGPT-Webapplikation auf chatgpt.com)

Reduzierte Reprasentation von Trainingsdaten, die mittels KI-Algorithmen
auf Musterhaftigkeiten hin verarbeitet wurden (z. B. GPT 40), und
durch KI-Applikationen fiir unterschiedliche KI-Anwendungen nutzbar ist.

Technologisches Verfahren, um auf algorithmischer Basis
(quasi-)intelligentes Verhalten zu ermdglichen (z. B. Machine Learning).

Technisches Dokument, das Informationen Uber ein konkretes
KI-Modell bereitstellt um es hinsichtlich zentraler Merkmale wie Leis-
tungsfahigkeit, Limitationen, Schutzmechanismen, ethische Aspekte
oder intendierte Verwendungszwecke einschatzen zu kénnen.

Eingabe in eine KI-Applikation wie Chatbots in Form einer Frage oder
Instruktion, die bearbeitet und mit einer Ausgabe beantwortet wird.

Verfeinern von Prompts und Dialogverlaufen, um von einem LLM ein
moglichst zweckangemessenes Ergebnis zu erhalten.
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Retrieval-augmented
generation (RAG)

Temperature

Seed

System Card

System Prompt

Fahigkeit von KI-Applikationen, eine Ausgabe um Inhalte aus ad hoc
hinzugezogenen externen Dokumenten, z. B. aus dem Internet,
anzureichern.

Zufallsfaktor, der in LLM-Applikationen dazu genutzt wird, unter den
vom Modell ermittelten wahrscheinlichen Fortsetzungen eines Dialogs
eine konkrete auszuwahlen. Je kleiner die Temperature, desto eher wird
die ,konventionellste” Antwort gewabhlt.

Eine Konstante, die als Ausgangspunkt bei der Erzeugung pseudo-
zufélliger Zahlen dient. Mit ihr kann das Pseudo-Zufallselement der
Temperature determiniert und damit replizierbar gemacht werden.

s. Model Card

Interne, fiir die Nutzenden meist nicht transparente Prompts, die das
Verhalten von Chatbots in gewiinschte Bahnen lenken und etwa Fehl-
verhalten und missbrauchlicher Nutzung vorbeugen sollen.

10
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OFFENLEGUNG DER NUTZUNG KUNSTLICHER INTELLIGENZ

Bei der Erstellung der Expertise wurde Kiinstliche Intelligenz (KI) fiir redaktionelle Zwecke, primér
zur Priifung der konsistenten Verwendung von Abkiirzungen und Glossarbegriffen verwendet. K-
generierte Ergebnisse und Inhalte sind ausschlielllich in folgenden Fallen eingeflossen:

e Punktuell wurden LLMs genutzt, um im Sinne der unter 4.1.3 beschriebenen Anwendungs-
form vom Autor vorgegebene Inhalte auf mdgliche inhaltliche Ergénzungen hin zu {iberpri-
fen. Dies wurde jeweils per Fullnote dokumentiert.

e Nutzungen zur Demonstration konkreter Anwendungsformen und zur Erstellung von Abbil-
dungen wurden gemaR Hosseini et al. (2023) dokumentiert (vgl. 6.7).

e Bei der punktuellen Erprobung von KI-Anwendungsformen mit dem Ziel, zu einer grundsatzli-
chen Einschéatzung der aktuellen Leistungsfahigkeit zu gelangen, wurden detaillierte Prompts
nur dokumentiert, wenn daraus ein Mehrwert im Sinne der Ziele der Expertise zu erwarten
war. Bei Bedarf konnen sie beim Autor erfragt werden.

e Beim Finden einer passenden Uberschrift fiir diesen Abschnitt wurde ein Vorschlag von
ChatGPT genutzt.”

* ChatGPT (Modell GPT 4o, 27.09.2024): ,suggest a headline for a section that details how and to what degree Al was
used in writing a paper”; ,suggest German equivalents”.

11
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1. Hintergrund und Ziele der Expertise

Obwohl Kiinstliche Intelligenz (KI) bereits seit mehreren Jahrzehnten ein intensiv bearbeitetes
Forschungsfeld ist, haben erst Fortschritte der vergangenen Jahre Anwendungen hervorgebracht,
die auch von Laien sehr einfach fiir eigene Zwecke eingesetzt werden kdnnen. Besonders gilt
das fiir Formen generativer KI, die in Reaktion auf die Eingabe eines Prompts in natiirlicher Spra-
che responsiv neuartige Inhalte erschaffen kdnnen. Auf groRen Sprachmodellen (Large Language
Models, LLMs) basierende Applikationen wie z.B. ChatGPT (OpenAl 2025)' und bildgenerierende
Kl-Applikationen wie zum Beispiel Midjourney (Midjourney, Inc. 2024) erbringen auf Basis von ein-
fachen Vorgaben in natiirlicher Sprache oft frappierende Ergebnisse. Kl wurde so schnell umfas-
send Gegenstand offentlicher Diskussionen und das Jahr 2023 von manchen schon zum ,Jahr
der Kiinstlichen Intelligenz” ausgerufen (Aston 2024: 306).

Ein wichtiges Thema dieser Diskussionen waren strukturelle und praktische Auswirkungen auf
die Berufspraxis (Eloundou et al. 2023; Holmstrom/Hallgren 2022; Paschen et al. 2020; Saetra
2021). Dabei wird prognostiziert, dass vor allem wissensfokussierende Arbeitsbereiche, die bis-
her das geringste Potenzial fiir Automatisierung hatten, von Kl besonders betroffen sein konnten
(Chui et al. 2023). Dies spiegelt sich auch in der vermehrten Aufmerksamkeit fiir Kl und in ihrer
wachsenden Rolle in der Wissenschaft allgemein und den Sozialwissenschaften im Besonderen
(Arranz et al. 2023; Bianchini et al. 2022; OECD 2023; Xu et al. 2024), wo das Thema unter ande-
rem im Bereich der Marktforschung relativ friih rezipiert wurde (Mariani et al. 2022).

Fir das Feld der Evaluation erscheint diese Diskussion nicht weniger relevant, da einerseits die
Generierung zuverldssiger Erkenntnisse mit oft limitierten Ressourcen schon immer eine beson-
dere Herausforderung darstellte und andererseits KI-Anwendungen in verschiedener Hinsicht Ef-
fizienzpotenziale versprechen (Hense/Réadiker 2023; Leeuw 2020; Nielsen 2023; Thornton 2023;
York/Bamberger 2020). Neben vielen Einzelpublikationen schlédgt sich diese Relevanz bereits in
ersten Themenheften einschlagiger Zeitschriften (Mason/Montrosse-Moorhead 2023) und Sam-
melbdnden (Nielsen et al. 2024) sowie der Griindung dezidierter Fach-Communities nieder (MERL
Tech 2023). Head et al. (2023) schétzen, dass schon in wenigen Jahren zwei Drittel aller Evalua-
tionsaufgaben mit dem Einfluss von LLMs bearbeitet werden.

Vor diesem Hintergrund soll die vorliegende Expertise die Potenziale von KI-Anwendungen fiir
die Evaluationspraxis und die damit verbundenen Risiken auf Basis des aktuellen Entwicklungs-
stands systematisch herausarbeiten. Konkret werden folgende Ziele im Lichte des aktuellen Ent-
wicklungsstands adressiert:

e Schwerpunkt ist die Herausarbeitung etablierter, experimenteller und/oder antizipierter An-
wendungen von Kl in verschiedenen Phasen der Evaluationstatigkeit unter Bezug auf exemp-
larische Praxisbeispiele.

" In der 6ffentlichen Wahrnehmung ist ChatGPT nach wie vor die bekannteste LLM-Applikation. Daher wird es auch in die-
ser Expertise meist als exemplarisches Beispiel herangezogen, auch wenn es eine ganze Reihe mindestens ebenbiirtiger
Alternativen gibt (vgl. 2.2 und 6.5).

12
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e Auf dieser Basis soll ein Uberblick von Chancen und Risiken des KI-Einsatzes in der Evalua-
tion erfolgen.

® Aus lbergeordneter Perspektive soll eine Einordnung der Entwicklungen im Hinblick auf
fachliche Standards und Evaluationskompetenzen sowie die Einbettung der Evaluationsfunk-
tion inklusive Finanzierungsfragen und Forderentscheidungen vorgenommen werden.

Die Expertise konzentriert sich also auf die grundsatzlichen Mdéglichkeiten des Einsatzes von Kl
im Rahmen von Evaluation und deren Bewertung. Weil das Feld der konkurrierenden KI-Modelle
und fiir Endanwendende verfiigbaren Kl-Applikationen oft uniibersichtlich und extrem dyna-
misch ist (vgl. 5.2.9), soll die Expertise dagegen keinen Marktiiberblick geben, der ohnehin in
kiirzester Zeit veraltet ware. Daher werden in der Regel nur exemplarische Applikationen ge-
nannt, die jeweils stellvertretend fiir funktional @hnliche weitere Produkte und Dienstleistungen
zu verstehen sind. Ebenso ist nicht Ziel der Expertise, ein grundlegendes Verstandnis fiir die
Arbeitsweise von Kl zu vermitteln, wofiir eine Vielzahl geeigneter Quellen verfiigbar ist (z. B.
Noack/Sanner 2023; Chan/Colloton 2024, ch. 6; Casheekar et al. 2024). Technische Ausfiihrun-
gen werden daher auf das limitiert, was fiir das Versténdnis der Méglichkeiten von KI-Anwen-
dungen erforderlich ist.

Die folgenden Kapitel der Expertise geben einen Uberblick iiber Grundbegriffe und Kl-Varianten
(Kapitel 2), beschreiben das methodische Vorgehen zur Systematisierung von Anwendungen in
der Evaluation (Kapitel 3) und stellen diese Systematisierung mit exemplarischen Beispielen vor
(Kapitel 4). Kapitel 5 analysiert vor diesem Hintergrund Chancen und Risiken des Kl-Einsatzes
und gibt abschlieBend Empfehlungen fiir Evaluierende und Auftraggebende.?

2. Kiinstliche Intelligenz: Grundbegriffe und Varianten

Zu den Grundlagen und zur Geschichte der Kiinstlichen Intelligenz und Hintergriinden des aktuel-
len Entwicklungsschubs liegen bereits verschiedene Einfiihrungen und Uberblicke aus dezidierter
Evaluationsperspektive vor (Hense/Radiker 2023; Leeuw 2020; Nielsen 2023; Thornton 2023).
Daher werden an dieser Stelle nur Aspekte aufgegriffen, die fiir die Ziele der Expertise relevant
und fir ihr Verstandnis hilfreich sind.

2.1 Kl-Technologien

Wenn in der Offentlichkeit von Kl die Rede ist, sind derzeit fast immer KI-Chatbots und die von
ihnen genutzten groBen Sprachmodelle (LLMs) gemeint. Sie sind aber nur eine aktuell beson-
ders prominente Kl-Technologie, wahrend im Kontext Evaluation auch andere Technologien eine
Rolle spielen, die oft auch in Mischformen zur Anwendung kommen (Chan/Colloton 2024, ch. 1;
Thornton 2023; Visvizi 2021). Abbildung 1 zeigt einen Ansatz von Claude.ai (Anthropic Ireland,
Limited 2024), um deren Beziehungen untereinander zu verdeutlichen.

2 Gedankt sei Dr. Stefan Radiker fiir die kritische Durchsicht und Kommentierung einer Entwurfsfassung der Expertise.
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e Machine Learning (ML) bzw. Deep Learning (DL) beschreibt Technologien, bei denen grofe
Datenmengen algorithmisch auf sie strukturierende Muster hin ausgewertet werden, um
sie modellhaft mit einem moglichst geringen Informationsverlust zu verdichten. Vereinfa-
chend kann der Prozess in Analogie zum statistischen Verfahren der Regression verstanden
werden, bei der die einzelnen Datenpunkte eines Datensatzes in Form einer moglichst gut
passenden Regressionsgleichung verdichtet werden, die Vorhersagen auch fiir Datenpunkte
erlaubt, die nicht im Ausgangsmaterial erhalten sind (Thornton 2023).

* Neuronale Netzwerke (NN) haben ihr Vorbild in biologischen Nervenzellen und werden mittels
ML trainiert. Sie waren urspriinglich vor allem auf Mustererkennung und Kategorisierung spe-
zialisiert und werden durch vorkategorisierte Trainingsdaten und Riickmeldungen optimiert.
Klassisch ist ihr Einsatz bei Bild- und Videoerkennungsverfahren (computer/machine vision).
NN werden aktuell aber auch in KI-Modellen wie LLMs zur Reprasentation von nicht vorkate-
gorisierten Trainingsdaten (unlabeled data) genutzt.

® Data Mining (DM) und Text Mining (TM) durchforsten unter Nutzung statistischer Algorith-
men dhnlich der Cluster-Analyse groRe vorstrukturierte Datensé&tze (Data Mining) oder gering
strukturierte Texte (Text Mining) nach nicht offensichtlichen Strukturen, Querverbindungen,
Trends oder Kernaussagen und Mustern.

® Natural Language Processing (NLP) bezeichnet allgemein KlI-Technologien, die natiirliche
Sprache in schriftlicher oder gesprochener Form verarbeiten kénnen. Sie sind uns z. B. durch
Funktionen wie Autokorrektur, Autovervollstandigung oder Sprachassistenten schon langer
vertraut, aber auch die neueren LLMs fallen in den Bereich NLP.

® Large Language Models (LLMs) beruhen auf der per ML automatisierten Analyse groRer text-
licher Datensatze. Algorithmisch werden hier textliche Regelhaftigkeiten und Assoziationen
gesucht und in einem NN als Modell gespeichert. Dieses kann dann genutzt werden, um
Vorhersagen lber wahrscheinliche Fortsetzungen von gegebenen Textanfdangen zu treffen.
In Applikationen wie ChatGPT werden LLMs genutzt, um ausgehend von einem eingegebe-
nen Prompt plausible textliche Fortsetzungen in Dialogform (z. B. Antworten auf gestellte
Fragen) zu generieren. Der Umfang von Daten, die per Prompt zur Bearbeitung an ein LLM
libergeben werden konnen, ist durch das sogenannte context window begrenzt. Applikatio-
nen wie z. B. ChatGPT wurden zuletzt aber so weiterentwickelt, dass dieses Nadel6hr zwar
im KI-Modell weiter existiert, gegeniiber den Nutzenden aber transparent umgangen wird
(vgl. 2.4.5).

* Generative Kl bezeichnet allgemein Kl-Technologien, die auf Basis ihres internen Modell-
,Wissens” mehr oder weniger kreativ neuartige Inhalte erzeugen kénnen (Cao et al. 2023).
Sie nutzen ihre Modelldaten also nicht allein zur Mustererkennung, Klassifikation und dhn-
lichen Anwendungen, sondern um in Reaktion auf eine Eingabe in natiirlicher Sprache durch
Rickgriff auf ihre Trainingsdaten neuartige Texte, Bilder oder andere Formen von Daten zu
produzieren.

® Kl-Chatbots sind KI-Applikationen wie ChatGPT oder Microsofts Copilot, die einen natiirlichen
Austausch mit einem LLM in Dialogform ermdglichen, indem sie das Chat-Interface mit
Funktionen wie Historie oder Bearbeitungsfunktion bereitstellen. Wichtige Funktionen zur
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Verbesserung der Leistungsfahigkeit (z. B. advanced data analysis und retrieval augmented
generation, vgl. 2.4.5) und zur Steuerung des Dialogverhaltens (z. B. system prompts zum
Vorbeugen gegen Fehlverhalten und missbrauchlicher Nutzung) sind auf der Chatbot-Ebene
und nicht im LLM selbst implementiert.

¢ Je nach Méchtigkeit der KI-Technologie werden auRerdem enge, generelle und ,superintelli-
gente” KI-Systeme unterschieden (Chan/Colloton 2024). Artificial Narrow Intelligence (ANI)
ist flir eine bestimmte Aufgabe wie z. B. Rechtschreibkorrektur oder Spam-Erkennung bei
E-Mails spezialisiert und schon lange im allgemeinen Einsatz. Artificial General Intelligence
(AGI) kann dagegen flexibel und bedarfsgerecht auch nicht vorab definierte Aufgaben I6sen
und erreicht dabei das Niveau menschlicher Intelligenz. Die jlingeren Entwicklungen im
Bereich der LLMs bewegen sich deutlich iiber ANI hinaus in Richtung AGI, woraus sich die
Aktualitdt des Themas begriindet. Artificial Super Intelligence (ASI) ist eine oft angekiindigte,
prognostizierte oder befiirchtete Weiterentwicklung, bei der die KI menschliche Intelligenz
Uberflligelt und eigene Motive entwickelt. Ihr hypothetischer Entstehungszeitpunkt ist als ,KI-
Singularitat” Gegenstand vielfaltiger Spekulationen bis hin zu Endzeitszenarien, die aufgrund
ihres spekulativen Charakters aktuell allenfalls als Spiegel der gesellschaftlichen Resonanz
des Themas dienen kénnen.

Abb. 1: Ubersicht KI-Technologien (Quelle: claude.ai, Modell Claude 3.5 Sonnet, 19.11.2024).3

2.2 Kil-Applikationen und KI-Modelle

Der Einsatz von Kl in Arbeitskontexten kann heute iiber sehr verschiedene Wege erfolgen und die
verfligbaren Optionen nehmen standig zu. Als Anwendende interagieren wir in den meisten Fallen

3 Prompt: ,generate a set theory diagram that shows the relation and overlap of these Al concepts and technologies: Data

Mining; Natural Language Processing; Large Language Models; Machine Learning; Neural Networks"; Layout manuell
nachbearbeitet.
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nicht direkt mit spezifischen KI-Technologien, sondern nutzen diese vermittelt durch eine KI-Appli-
kation, die auf mehreren unterschiedlichen Ki-Technologien basieren kann (Grashof/Kopka 2023).
Zu unterscheiden ist weiterhin das spezifische KI-Modell, das von der Applikation genutzt wird,
um Aufgaben zu bearbeiten.

Im Beispiel der Applikation ChatGPT (OpenAl 2025) ist die verwendete KlI-Technologie ein gene-
rative pre-trained transformer (GPT), ein mittels ML und NN erzeugtes LLM, das auf NLP speziali-
siert ist (Yenduri et al. 2023). Das konkrete KI-Modell war ldngere Zeit die kostenlos nutzbare Ver-
sion GPT 3.5, aktuell (November 2024) ist die Version GPT 4 beziehungsweise die nicht kostenlos
nutzbare Version GPT 4o, die grundsétzlich als deutlich leistungsfahiger gilt und die zusatzlich in
der Spielart GPT 4o with Canvas verfligbar ist, die den Bearbeitungs- und Verfeinerungsprozess
von Kl-Ergebnissen erleichtert (vgl. 2.4.4). Im Beta-Stadium zu erproben ist derzeit die néchste
Modellgeneration GPT o7 (bzw. o7-preview), die mit der Fahigkeit zum fortgeschrittenen Argu-
mentieren (advanced reasoning) beworben wird, was bedeutet, dass Aufgaben automatisch in
nachvollziehbare Teilaufgaben zerlegt werden, was einerseits die Ergebnisqualitat, anderseits die
Nachvollziehbarkeit der Ergebnisgenerierung verbessern soll.

Andere bekannte LLMs sind z.B. LLaMA des Meta-Konzerns, Gemini von Google, Claude der Firma
Anthropic, das aus Deutschland stammende Luminous von Aleph Alpha und das in Frankreich ent-
wickelte Mistral von Mistral Al. Da Ausgaben und Leistungsfahigkeit je nach verwendetem Modell
sehr unterschiedlich ausfallen kdnnen, ist es bei Quellenangaben fiir KI-Ergebnisse sehr wichtig,
nicht nur die Applikation, sondern das konkrete Modell und die Modellversion anzugeben (vgl. 6.7).

2.3 Anwendungsformen von KlI-Chatbots

Trotz eines wachsenden Korpus an Literatur, die sich mit Anwendungen von Kl in Arbeits-
zusammenhangen befasst, ist es nicht leicht, eine liberzeugende Systematik der grundséatzlichen
Funktionen zu identifizieren, die Kl in der Wissensarbeit erfiillen kann. Zum einen finden sich
verschiedene, teils sehr lange additive Auflistungen (z. B. Head et al. 2023; Joskowicz/Slomo-
vitz 2024; Thornton 2023), zum anderen Einteilungen von Anwendungen danach, inwiefern sie
(vermutlich) bestimmte Arbeitstatigkeiten ersetzen, diese eher unterstiitzen und erleichtern oder
sogar neue Aufgabenfelder fiir menschliche Arbeitstatigkeiten schaffen (Holmstrém/Hallgren
2022; Lane/Williams 2023; Paschen et al. 2020; Szetra 2021; vgl. Rompczyk forthcoming).

Im Falle der diese Diskussion dominierenden Kl-Chatbots lassen sich verschiedene Anwendungs-
formen grundséatzlich nach der Rolle systematisieren, die die explizite Arbeit mit Daten spielt.
Diese Systematik resultiert aus der Uberlegung,

e dass jede zweckorientierte Anwendung eines Kl-Chatbots aus mindestens einer Eingabe und
einer Ausgabe besteht,

e dass bei der Eingabe (Input) jeweils explizite Datenbestdnde zur Bearbeitung libergeben
werden oder nicht und
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e dass die Ausgabe (Output) entweder nur als inhaltliche Antwort von Interesse ist oder ob
dabei als Ergebnis Daten resultieren, die weiterverwendet werden sollen.

Aus dieser Perspektive ergibt sich eine 2x2-Matrix mit vier Kategorien (vgl. Tabelle 1).

Tab. 1: Grundkategorien der Anwendung von generativen KI-Chatbots.

Output

Antwort Daten

Prompt . Dialog Il. Generierung von Daten

Input ;
P IV: Transformation von

Prompt + Daten Ill: Analyse von Daten
Daten

Die vier Grundkategorien lassen sich mit Hilfe einer Delegationsmetapher (Hense/Radiker 2023)
gut veranschaulichen. Dabei wird die Nutzung eines KI-Chatbots am Arbeitsplatz in Analogie zur
Zusammenarbeit mit einer Hilfskraft, einer*einem Kolleg*in, einer*einem Expert*in oder Stakehol-
dern betrachtet. Die Systematik spiegelt also Falle, in denen (1.) aus unterschiedlichen Griinden
der inhaltliche Austausch mit anderen gesucht wird, (Il.) etwas géanzlich neu erarbeitet werden
soll, (111.) konkrete Fragen auf Basis von bereitgestellten Daten beantwortet oder (1V.) ein vorgege-
benes Produkt verarbeitet, verandert und tiberarbeitet werden sollen.

Mit Hilfe dieser lbergreifenden Struktur lassen sich die oben genannten Aufzahlungen von An-
wendungen und weitere Anwendungen als Unterkategorien einordnen und mit illustrierenden Bei-
spielen hinterlegen (Tabelle 2). Auch wenn es natirlich Grenzfélle gibt, ist es zur Abgrenzung
der Kategorien hilfreich, zu beachten, dass der Unterschied zwischen ,Prompt” (Anweisung) be-
ziehungsweise ,Antwort” und ,Daten” nicht in der Datenmenge liegt, sondern in der Natur der
Information. Sie ist entweder instruierend beziehungsweise beantwortend oder gegensténdlich
im Sinne von zu verwendendem Ausgangsmaterial beziehungsweise eines produzierten Arbeits-
resultats. Natirlich kann es bei komplexeren Aufgabenbearbeitungen, bei der Ergebnisse im
Wechselspiel von Mensch und KI entstehen (vgl. 2.4.4), zu Mischformen dieser grundsétzlichen
Anwendungskategorien kommen.
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Tab. 2: Beispielhafte Anwendungen von KI-Chatbots in der Wissensarbeit.

Kategorie Unterkategorien und Beispiele*

» Informationsfragen (,Welche Theorien zum Erstarken antidemokrati-
scher Tendenzen gibt es?”)

» Brainstorming (,Wer konnten Stakeholder im Kontext eines kommuna-

I. Dialog len Projekts zur Demokratieforderung sein?”)

» Dialogsimulation (,Verhalte dich wie ein Jugendlicher mit rechts-
radikalen Ansichten und erfinde Antworten auf meine folgenden Inter-
viewfragen.”)

» Texte verfassen (,Schreibe ein Angebot fir ... .")

» Bilder und andere Medieninhalte generieren (,Visualisiere den Zusam-
menhang von ... als Mengendiagramm.”)

Il. Generierung | « Programmcode generieren (,Schreibe eine SPSS-Syntax fir eine Clus-
teranalyse mit folgenden Variablen: ...%)

» Recherche (,Fasse den Forschungsstand zum Thema XY seit 2020 in
500 Worten zusammen.”)

» Mustererkennung (,Welche dieser Bilder zeigen eine/n ...?")

 Fragen uber einen Datensatz beantworten (,Wie viele Personen spre-
chen in diesem Interviewsegment?*)

» Netzwerkanalyse (,Bestimme die Gradzentralitdt von Person X.“)

» Trendanalyse und Prognose (,Wie wird sich dieser Trend voraussicht-

lll. Analyse lich fortsetzen?")

» Fragen an ein Dokument (,Was sind die im PDF genannten Hauptargu-
mente?")

« Uberpriifung auf Korrektheit, Vollstandigkeit, Gleichheit, Biases etc.
(,Ist dieser Text korrekt/vollstéandig/inhaltsgleich/tendenzios im Hin-
blick auf ...?")

» Daten aufbereiten (,Anonymisiere alle Eigen- und Ortsnamen im folgen-
den Interview")

» Daten auswerten (aggregieren, klassifizieren, auszahlen etc.; ,Gib mir
eine Tabelle der genannten Probleme mit Ankerbeispielen und Haufig-
keit der Erwahnung.”)

» Daten narrativ wiedergeben (,Verschriftliche diese Tabelle")

» Daten annotieren (,Markiere alle Stellen im Text, bei denen ..)

» Daten erganzen (,Ergénze an den fehlenden Stellen die im Hinblick auf
... wahrscheinlichste Antwort.”)

e Zusammenfassen und Kiirzen (,Fasse den folgenden Text in 100 Wor-
ten zusammen.)

e Extrahieren (,Extrahiere die Hauptaussagen zum Thema XY.)

» Daten visualisieren (,Erstelle eine Serie von boxplots mit den Variablen ... )

» Daten umformen (,Transponiere diese Tabelle und teile dabei die dritte
Spalte ,Zeitraum'’ in ,Beginn’ und ,Ende".")

o Umformulieren (,Schreibe diesen Text in einfache Sprache um.”)

«» Ubersetzen (Text » Text)

e Transkribieren (Sprache » Text) und Sprachausgabe (Text » Sprache)

IV. Transformation

4 Zu ca. 20 % inhaltlich ergdnzt um Anregungen von ChatGPT (GPT 40; 02.07.2024); | want a list of general ai functions,
structured into four categories. The four categories are derived from a 2x2 matrix type of input (prompt only vs. prompt +
user provided data) and type of output (reply only vs. newly generated or transformed data).”
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2.4 Besonderheiten von Kl als Gegenstand der Expertise

Auf den ersten Blick unterscheiden sich aktuell verbreitete Kl-Applikationen nicht deutlich von an-
deren Software-Produkten. So erinnert etwa die Startseite eines Chatbots wie ChatGPT oder Claude
stark an die einer Suchmaschine. Dies darf aber nicht dariiber hinwegtauschen, dass der derzeitige
Stand von Ki, insbesondere in Bezug auf KI-Chatbots, einige Besonderheiten aufweist, die grund-
verschieden von konventionellen IT-Systemen, webbasierten Anwendungen und Softwareprodukten
sind und die zur Diskussion und Bewertung ihres Einsatzes in Evaluationskontexten eine Rolle spie-
len. Im Einzelnen sind dies Polyvalenz, stochastische Funktionsweise, unsichere Reproduzierbarkeit,
Koproduktion der Ergebnisqualitat, diffuse Systemgrenzen, Trend zur Einbettung und Anpassbarkeit.

2.4.1 Polyvalenz

Die meisten KI-Systeme und vor allem KI-Chatbots sind nicht von vorneherein auf eine bestimmte
Art der Nutzung ausgelegt. Sie kdnnen nicht nur eine Vielzahl unterschiedlicher Aufgaben ber-
nehmen (vgl. 2.3), sondern zeichnen sich besonders dadurch aus, dass im Wechselspiel zwi-
schen technischen Verbesserungen der Kl-Applikationen einerseits und kreativer Nutzung durch
Nutzende andererseits immer wieder neue Anwendungsvarianten entwickelt beziehungsweise
geradezu ,entdeckt” werden. Kl ist eine Losung fiir Probleme, die erst noch gefunden werden
miissen” hat sich als markante (nicht verlasslich attribuierbare) Phrase, die dieses Phanomen auf
den Punkt bringt, etabliert. So kann auch im Bereich der Evaluation damit gerechnet werden, dass
sich noch génzlich andere Anwendungen finden lassen oder in naher Zukunft denkbar sind als es
der derzeitige Uberblick suggeriert.

2.4.2 Stochastische Funktionsweise

Auch wenn die von LLMs generierten Antworten oft intelligent erscheinen und den Eindruck kog-
nitionsahnlicher Prozesse wecken, handelt es sich im Kern um einen stochastischen Prozess, bei
dem das System (iber kein konzeptuelles oder Weltwissen im eigentlichen Sinne verfiigt (Kucha-
ravy 2024). Grundsatzlich sind LLMs nach wie vor Text-Fortsetzer, die Fortfiihrungen eines vorge-
gebenen Texts generieren, die vor dem Hintergrund ihrer Trainingsdaten und des Konversations-
kontexts als besonders wahrscheinlich ermittelt wurden. Bender et al. (2021) haben dafiir den
Begriff des ,stochastischen Papageis” gepragt. Einen Einblick in die grundsatzliche Funktions-
weise auf Basis wesentlich rudimentérerer KI-Algorithmen geben Hense und Radiker (2023). Aus
dieser Eigenheit der stochastischen Textproduktion auf Basis von Abstraktionen bestehender
Texte erklart sich auch die haufig beschriebene Tendenz von LLMs zum ,Halluzinieren®, also zum
freien Erfinden von Sachverhalten (Ji et al. 2023), das unter anderem dann verstarkt auftritt, wenn
das Modell sich auf ihm inhaltlich wenig vertrautem Terrain bewegen soll (Zhang et al. 2023).
Da oft nicht dokumentiert ist, welches Trainingsmaterial in welchem Umfang eingeflossen ist,
und algorithmisch kaum noch eindeutig nachzuvollziehen ist, wie die Ergebnisse genau zustande
kommen, werden LLMs zudem oft als black box beschrieben. Dies ist auch deswegen hochst
problematisch, da die Ergebnisqualitét von einer kontextspezifisch stark schwankenden Qualit&t
und auch Quantitat der Trainingsdateninhalte abhangt (vgl. 5.2.3).
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2.4.3 Unsichere Reproduzierbarkeit von Ergebnissen

Aus Perspektive des wissenschaftlichen Prinzips der Nachvollziehbarkeit ist problematisch,
dass selbst die Verwendung derselben KI-Modellversion nicht die Reproduzierbarkeit von Ki-
Ergebnissen garantiert. Erstens arbeiten LLMs intern mit einem Zufallselement, das je nach Ein-
stellung der sogenannten temperature unter den ermittelten moglichen Repliken auch weniger
wahrscheinliche Alternativen auswahlen kann. Dies kann zwar durch interne Modelleinstellungen
(temperature und seed) umgangen werden, allerdings bieten nicht alle KI-Applikationen eine ent-
sprechende Einstellungsmaoglichkeit an. In den GPT-Modellen von OpenAl etwa kann diese nur
verandert werden, wenn das Modell per API (s. 2.4.6) aufgerufen wird, nicht aber bei einer Benut-
zung von ChatGPT per App oder Browser. Zweitens sind der Replizierbarkeit oft Grenzen gesetzt,
wenn Modellanbietende eine adltere Modellgeneration abschalten oder im Hintergrund nicht doku-
mentierte Anderungen an der Applikation vornehmen, die Einfluss auf das Ergebnis haben. Lésen
lassen sich Probleme dieser Art grundstandig nur, wenn das KI-Modell komplett unter eigener
Kontrolle steht, indem es beispielsweise selbst programmiert und trainiert oder lokal installiert
wird (vgl. 6.6).

2.4.4 Koproduktion der Ergebnisqualitat

Bei der Nutzung von KI-Modellen kénnen schon kleine Verdanderungen der Eingabe den Unter-
schied zwischen zweckdienlichen, unbrauchbaren oder sogar schadlichen Ergebnissen ausma-
chen und passgenaue Bedienungsstrategien konnen die Resultate bei Aufgaben wie Klassifikation
oder Informationsextraktion substanziell verbessern (Kalyan 2024). Die Qualitdt der Ergebnisse
von Chatbots wird also in vielen Fallen von den Nutzenden mit determiniert und nicht umsonst
ist ,prompt engineering” schnell ein zentraler Kompetenzbereich bei der produktiven Anwendung
von Kl geworden (Chen et al. 2023; Sahoo et al. 2024). Noch deutlicher wird der Aspekt der Kopro-
duktion, wenn Ergebnisse iterativ im hybriden Wechselspiel zwischen menschlichem Input und
Kl-generiertem Output entstehen, was aktuell durch Chatbot-Erweiterungen wie zum Beispiel GPT
40 with canvas erheblich erleichtert wird. Kl-produzierte Produkte wie Texte und Bilder werden
dort im sogenannten ,canvas’ gedffnet, einer Bearbeitungsansicht, die nicht nur direkte Ande-
rungen der Anwendenden ermdglicht, sondern auch die gezielte und versionierte Uberarbeitung
vorab markierter Ausschnitte des Produkts.

Es besteht also bei der Bewertung der Leistungsfahigkeit von KI-Modellen oft eine gewisse Un-
scharfe, da nicht klar ist, inwiefern tatsachlich die Leistungsfahigkeit des Systems bewertet wird
oder die eigene Fahigkeit, es zu bedienen. Dies ist ein fundamentaler Unterschied zu anderen
Technologien wie beispielsweise einer Auswertungssoftware, deren deterministischer Output al-
leine von einer technisch kompetenten Bedienung abhéangig ist.

2.4.5 Diffuse Systemgrenzen durch Aufgabendelegation
Anders als friihere Versionen kdnnen LLM-basierte Chatbots heute externe Quellen aus dem In-

ternet hinzuziehen (retrieval-augmented generation, RAG) sowie Aufgaben transparent auslagern
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und extern von einem anderen Programm oder externem KI-Modell bearbeiten lassen (advanced
data analysis). Ihre Systemgrenzen verschieben sich dadurch sténdig. So hat ChatGPT 2023 den
sogenannten ,Code Interpreter’ eingefiihrt, eine Funktion, bei der Aufgaben an die Programmier-
sprache Python ausgelagert werden, sobald erkannt wird, dass diese nicht mit den Mitteln eines
LLM losbar ist. Sie ist inzwischen nahtlos in neuere Versionen integriert. So ist ChatGPT mit dem
zuerst populdr gewordenen Modell GPT v3.5 noch an relativ einfachen Rechenaufgaben ge-
scheitert (Cap 2023), da diese nicht per stochastischer Analyse vorhandener Textdaten zu I6sen
sind. Neuere Versionen erkennen die Aufgabe als solche, generieren den passenden Python-Pro-
grammcode, lassen diesen im Hintergrund laufen und zeigen dessen Ergebnis an. Andere Chat-
bots bieten analoge Lésungen, bei Claude werden sie etwa als ,artefacts” separat neben dem
Chatverlauf dargestellt.

Ahnlich sind weitere Anwendungen und andere KI-Modelle inzwischen transparent eingebettet,
so dass auch Kl-generierte Bilder, Datenvisualisierungen und selbst Videos innerhalb des Chat-
bots erstellt beziehungsweise angefordert werden kénnen. Das bedeutet, dass nicht alles, was
zum Beispiel von der Applikation ChatGPT ausgegeben wird, auch ein Produkt des GPT-LLMs
ist. Diese nahtlose Einbindung anderer KI- und Softwareprodukte sowie von aktuellen Internet-
inhalten innerhalb von Chatbots ldsst deren Systemgrenzen verschwimmen, so dass im Einzelfall
gegebenenfalls unterschieden werden muss, welches Ergebnis auf welchem Weg erzeugt wurde.
Gleichzeitig erlaubt dieser Trick der ,Weiterdelegation” von Aufgabenbearbeitungen, bestimmte
inharente Beschrankungen und Schwachen von Chatbots zu iberwinden. So kann es in bestimm-
ten Féllen das Problem der Reproduzierbarkeit (s. 0.) I6sen, da zum Beispiel der ad hoc generierte
Programmcode deterministisch ist und sich dokumentieren lasst. Auf der anderen Seite werden
auch Probleme neu geschaffen, wenn etwa ChatGPT (Modell GPT 40, 21.08.2024) mittels RAG
bei einer migrationsbezogenen Frage Statistiken des Bundeskriminalamtes gleichwertig neben
Inhalte der Jungen Freiheit stellt.

2.4.6 Einbettung von KI-Funktionalitdten

Eine weitere Unscharfe des Konstrukts ,KI-Einsatz” resultiert daraus, dass KI-Funktionalitdten zu-
nehmend in herkdommliche Software-Produkte und -Dienste integriert werden. So ist die KI-Appli-
kation ChatGPT fiir Endanwendende als Webapplikation unter der Adresse chatgpt.com oder als
mobile App zuganglich. Zusétzlich erlauben viele KI-Modelle einen Zugang per API (application
programming interface). Dabei handelt es sich um eine Schnittstelle nicht fiir Menschen, sondern
fur andere Softwareanwendungen. Sie konnen per API die Dienste des Modells transparent in ihr
eigenes Produkt einbinden. Die qualitative Auswertungssoftware MAXQDA nutzt etwa fiir ihre Zu-
satzfunktion Al Assist eine API, um Aufgaben zur Textbearbeitung und -auswertung innerhalb der
eigenen Oberflache zuganglich zu machen, die im Hintergrund aber von externen LLMs erledigt
werden (MAXQDA by Verbi 2024).

Wahrend die KI-Anwendung sich bei diesem Beispiel eher in Form eines explizit anwahlbaren

Add-on prasentiert, kommt es parallel zu einem immer starkeren ,Mainstreaming” von Kl durch
Einbettung (Robert 2024). So werben Smartphone-Hersteller zunehmend mit der Integration von
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Kl in ihre Produkte. Am Arbeitsplatz wird der Trend noch deutlicher — etwa bei Microsofts CoPilot
(Microsoft Corporation 2024), das Kl-Funktionalitdten in sdmtlichen Produkten von Office 365
integriert und unter anderem verspricht, dass unterschiedlichste Aufgaben und Auswertungen
auch tber mehrere Anwendungen hinweg wahrgenommen werden kénnen. Analoge Entwicklun-
gen zur Einbettung von Kl sind derzeit bei praktisch allen bedeutsamen digitalen Plattformen vom
Betriebssystem iiber Produktivitdtssoftware bis zu Sozialen Medien zu beobachten.

2.4.7 Anpassbarkeit von KI

Dass die KI-Nutzung nicht mit der Nutzung geschlossener Software-Anwendungen wie etwa Ex-
cel oder SPSS vergleichbar ist, liegt ferner auch an den Mdglichkeiten der individuellen Anpas-
sung, die nicht nur die Benutzbarkeit, sondern auch die Ergebnisse inhaltlich beeinflussen. So
stehen inzwischen vielfaltige Angebote bereit, sogenannte ,custom Al-Modelle' fiir eigene Be-
darfe oder Einsatzsituationen maRzuschneidern (fine-tuning). Im einfachsten Fall handelt es sich
dabei um nicht viel mehr als metakommunikative Instruktionen, die bei Chatbots in Prompts wie
,Verhalte dich im Folgenden wie .." gegeben, weiter verfeinert und gespeichert werden kénnen
(Osman 2024). Separate LLM- und andere KI-Modelle, die fiir alle denkbaren und oft speziali-
sierten Anwendungen erstellt und trainiert wurden, kdnnen (ber Plattformen wie Hugging Face
(Hugging Face, Inc. 2024) bezogen werden. AuRerdem kdnnen existierende KI-Modelle um ,Wis-
sensbestande” aus Fremdquellen wie zum Beispiel bereitgestellten PDFs erweitert werden, um
spezialisiertes Fachwissen zu integrieren, und anschlieRend als eigenstandige Applikationen be-
reitgestellt werden (Tilton et al. 2023; Tilton 2024). Viele Chatbots erlauben Ahnliches inzwischen
ebenfalls durch den integrierten Upload eigener Dateien, deren Inhalte im weiteren Chatverlauf
einbezogen werden kdnnen (vgl. 2.1). Die Angebotslandschaft wird dadurch noch weiter verkom-
pliziert, dass manche KI-Applikationen, die spezialisierte Anwendungen anbieten, bei einem Blick
hinter die Kulissen (oft gibt erst die Privacy Policy Auskunft) offenbaren, dass im Hintergrund
eines der generischen LLMs arbeitet, das entsprechend angepasst und eingebettet wurde. So ba-
sieren etwa das auf Kl-gestlitzte quantitative Datenauswertungen spezialisierte Julius.Al (Caesar
Labs, Inc. 2024) ebenso wie das qualitativ ausgerichtete CoLoop (Genie Technology 2024) intern
auf LLM-Modellen von OpenAl oder Anthropic.

3. Vorgehen zur Systematisierung moglicher
Kil-Anwendungen in der Evaluation

In der Literatur liegen derzeit einzelne Beitrdge vor, die mogliche Einsatzszenarien von Kl in der
Evaluation beschreiben (Nielsen 2023) und sich dabei auch an typischen Phasen einer Evaluation
orientieren (Head et al. 2023). Diese wollen allerdings eher einen kursorischen Uberblick geben, ver-
folgen einen wenig systematischen Ansatz oder beschréanken sich auf bestimmte KlI-Technologien.

Fir die Zwecke dieser Expertise wurden mogliche Anwendungen von Kl im Evaluationsprozess

recherchiert. Dabei wurden sowohl bereits umgesetzte und erprobte Anwendungen als auch bis-
her nur theoretisch antizipierte Anwendungen aus verschiedenen Quellen beriicksichtigt. Ers-
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tens wurde die publizierte internationale Fachliteratur im Bereich Evaluation gesichtet. Zweitens
erfolgte eine Suche in einschldgigen Blogs beziehungsweise fachlichen Communities (MERL
Tech 2023) zum Thema Kl in Evaluation und evaluationsverwandten Tatigkeitsbereichen. Drit-
tens wurden Anwendungen von Kl in der weiteren sozialwissenschaftlichen Forschung gesucht.
Zum Einsatz kam eine gemischte Suchstrategie per Schlagwortsuche in Literaturdatenbanken
und Suchmaschinen, per Auswertung von Literaturverzeichnissen wichtiger Primartexte (Mason/
Montrosse-Moorhead 2023; Nielsen et al. 2024) und der Publikationsliste thematisch einschlégig
aktiver Autor*innen.

Die Recherche erhebt nicht den Anspruch eines systematischen Reviews, was schon angesichts
des beweglichen Gegenstands und der dynamischen Entwicklung des Felds derzeit verfriiht er-
schiene, sondern soll eher im Sinne eines scoping review einen Uberblick iiber die Breite der ak-
tuellen Diskussion geben. Spezifischer Fokus dieser Expertise ist die Evaluation in den Themen-
feldern Extremismuspravention, Demokratieférderung, Vielfaltgestaltung und politische Bildung.
Da die meisten KI-Anwendungen hinsichtlich Evaluationsgegenstand und -kontext weitgehend
neutral sind, sind die Ergebnisse, sofern nicht anders angegeben, nicht politikfeldspezifisch.

Die Diskussion von KI-Anwendungen orientiert sich primar am Evaluationstypus der Programm-
evaluation (Stockmann 2022; Widmer/Rocchi 2012), die im Feld Extremismusprévention, De-
mokratieforderung, Vielfaltgestaltung und politische Bildung aufgrund von groRen bundes- und
landesweiten Forderprogrammen die derzeit dominante Evaluationsform darstellt. Programm-
evaluationen haben meist umfassendere Initiativen zum Gegenstand, die eine Reihe von Teil-
programmen und/oder Projekten umfassen und daher oft in mehreren Ebenen (z. B. Programm,
Projekt, konkrete EinzelmalRnahme) strukturiert sind. Typisch ist hier weiterhin, dass Evaluatio-
nen in einer klassischen Auftragskonstellation erfolgen, in der ein geeignetes Evaluationsinstitut
in einem marktorientierten Ausschreibungsprozess durch Auftraggebende akquiriert wird. Dies
schlieBt interne Evaluations- und Selbstevaluationstatigkeiten nicht aus, im Sinne einer Fokus-
sierung der Analyse wird aber im Folgenden die Evaluation durch externe Evaluierende als Regel-
fall angenommen.

Die Strukturierung von KI-Anwendungen orientiert sich daher an den typischen Phasen einer Pro-
grammevaluation. Im gegebenen Themenfeld Extremismuspravention, Demokratieférderung,
Vielfaltgestaltung und politische Bildung erscheint es wichtig, dabei eine weite Perspektive ein-
zunehmen, bei der die soziale Einbettung der Evaluationsfunktion mitgedacht wird. Das bedeutet,
dass sowohl das Zustandekommen eines Evaluationsauftrags vor der eigentlichen Evaluation
als auch die Nutzungs- und Verwertungsphase mitbedacht werden, in der die Ergebnisse einer
Evaluation auch noch nach deren Abschluss verwendet werden und zu Konsequenzen fiihren. Vor
diesem Hintergrund findet sich in Tabelle 3 eine aus verschiedenen Standardwerken und Lehr-
biichern gebildete Synthese (Balzer/Beywl 2018; D6ring 2023; Fitzpatrick et al. 2023; Linfield/Po-
savac 2018; Mertens/Wilson 2019; Rossi et al. 2004; Stockmann 2022; Stufflebeam/Coryn 2014;
Weiss 1998). Wie jedes Phasenmodell dieser Art bedingt die Synthese aufgrund der notwendigen
Vereinheitlichung Unschérfen, die unter Umstdnden nicht jedem Einzelfall gerecht werden, wenn
etwa bestimmte Teiltatigkeiten erst oder erneut in einer anderen Phase relevant werden. Die Liste
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der Teiltatigkeiten wurde dariiber hinaus mit einschldagigen Kompetenzkatalogen abgeglichen,
die definieren, was Evaluierende fir ihre Tatigkeit wissen und konnen miissen (DeGEval — Gesell-
schaft fiir Evaluation 2008; Russ-Eft et al. 2008; Schweizerische Evaluationsgesellschaft 2012;
Stevahn et al. 2005; United Nations Evaluation Group (UNEG) 2016). Um die Liste von Teiltatigkei-
ten nicht zu umfangreich werden zu lassen, wurden bestimmte Punkte zusammengefasst, wenn
anzunehmen war, dass diese im Hinblick auf eine mdgliche Beeinflussung durch KI-Anwendun-
gen keine Differenzierung erfordern.

Tab. 3: Evaluationsphasen und -teiltatigkeiten im Kontext der sozialen Einbet-
tung der Evaluationsfunktion.

Phase Teiltatigkeiten
o Identifizieren und Analyse von Evaluationsgelegenheiten (z. B. Ausschrei-
Initiierung bungen, Auftrage, Anfragen, selbstinitiiert)

» Wahrnehmung von Evaluationsgelegenheiten (z. B. Angebotserstellung)

Vorbereitung

» Eingrenzung und Erfassen des Evaluationsgegenstands inkl. Zielsystem
e ggf. Literaturrecherche

« Identifikation bzw. Vereinbarung der Evaluationszwecke

« Kontextanalyse inkl. Stakeholder-Analyse

e Einbeziehung von Stakeholdern inkl. Bestimmen von Informationsbedarfen
» Festlegung von Bewertungskriterien und -mafstaben

e Zusammenstellung eines Evaluationsteams

» Budgetierung und vertragliche Vereinbarungen

e Festlegung von Evaluationsfragen
e Festlegung von Untersuchungsdesign inkl. Erhebungsplan

Konzeption e Zeit-, Kosten- und Leistungsplanung
o Ausarbeiten des Evaluationskonzepts inkl. nutzungsfordernder MaBnahmen
o ggf. Rekonstruktion der Programmtheorie
» Erhebungsinstrumente recherchieren, anpassen oder neu entwickeln
Urnsetzun » Daten erheben, kontrollieren und aufbereiten
9 » Daten analysieren, aggregieren und bewerten
» Dokumentation der Programmumsetzung (Implementierungstreue)
Bericht- e Schriftliche Berichte
L o Miindliche Prasentationen
9 « Laufendes Reporting und innovative Formen (z. B. Online Data Dashboards)
NUtzZUNas- « Unterstilitzung von intendierten Nutzenden (Management response, Um-
.. 9 setzungsmonitoring etc.)
forderung

« Offentlichkeitsarbeit

Metaevaluation

e Fachliche inkl. ethische Evaluationsstandards berticksichtigen und Ab-
weichungen begriinden

(laufend) e Evaluation priifbar dokumentieren (fiir externe Metaevaluation)
Evaluations- o Projektmanagement
management » Daten- und Dokumentenmanagement
(laufend) o Kommunikation und Stakeholdermanagement

. e Individuelle Evaluationskompetenzen selbststandig erweitern (Selbstler-
Capacity

nen)

Development

« Organisationale Evaluationskompetenzen und -ressourcen erweitern
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Die Perspektive der resultierenden Tabelle ist die der Evaluierenden, was insofern etwas veren-
gend ist, da auch andere Parteien maRgeblichen Einfluss auf Praxis und Qualitat der Evaluation
haben, insbesondere Auftraggebende und andere Stakeholder (DeGEval — Gesellschaft fir Evalu-
ation 2017). Sie sind aber durch Umkehrung der jeweiligen Perspektive in die Betrachtung zu inte-
grieren, das heil}t, wenn Evaluierende in der ersten Phase Evaluationsmdglichkeiten identifizieren,
braucht es auf der Seite der Auftraggebenden komplementére Tatigkeiten wie das Erstellen einer
Ausschreibung, eines request for proposals (RFP), einer Anfrage oder Ahnlichem.

4. KIl-Anwendungen in der Evaluationspraxis

Die folgenden Darstellungen resultieren aus einer Auswertung der aktuell vorliegenden Literatur
sowie von allgemein zugénglichen Praxisbeispielen und weiteren Online-Quellen (vgl. 3). Sie ist
grob entlang typischer Evaluationsphasen gegliedert (vgl. Tabelle 3) und beginnt mit Anwendun-
gen, die in unterschiedlichen Phasen zum Einsatz kommen kdnnen.

Vorauszuschicken und besonders zu betonen ist an dieser Stelle, dass die Aufzahlung von bereits
realisierten, potenziellen und zu antizipierenden KI-Anwendungen in der Evaluation weder als Pro-
gnose der zukiinftigen Praxis noch als generelle Empfehlung oder Unbedenklichkeitserklarung
missverstanden werden sollte. Der konkrete KI-Einsatz ist je nach Fall in unterschiedlichem Malie
nicht nur mit Chancen, sondern insbesondere im Hinblick auf die Berilicksichtigung einschlagiger
professioneller Standards (DeGEval — Gesellschaft fiir Evaluation 2017) auch mit teils weitrei-
chenden Risiken (vgl. 5.2) und weitergehenden (ibergeordneten Fragen verbunden (vgl. 6.4.2), die
in vielen Féllen derzeit eine produktive Nutzung problematisch erscheinen lassen. Allerdings sind
pauschale Aussagen hierzu schwer zu treffen, da sich die geschilderten Anwendungen oft auf
unterschiedlichen Wegen realisieren lassen und die konkreten Bedingungen des Einzelfalls die
genannten Risiken und auch Chancen in unterschiedlichem MalRe zum Tragen bringen. Zu ihnen
gehoren unter anderem die Nutzungsbedingungen verschiedener KI-Modelle, die Nutzung server-
basierter versus lokal gehosteter Modelle, das verwendete KI-Modell und die Modellgeneration
sowie nicht zuletzt der Grad menschlicher Einflussnahme auf die Kl-generierten Ergebnisse (vgl.
6.3.1). Zum konkreten Einsatz zum jetzigen Stand der Entwicklung wird daher ausdriicklich auf
die Empfehlungen in Kapitel 6 verwiesen.

4.1 Phasenunspezifische Anwendungen

Die Anwendungen dieses Abschnitts sind generischer Natur und kénnen in verschiedenen Eva-
luationsphasen und dariiber hinaus zum Einsatz kommen. Sie werden hier allgemein beschrieben
und gdf. in den folgenden Abschnitten fiir konkrete Anwendungen in einzelnen Evaluationspha-
sen noch einmal aufgegriffen, um jeweils spezifische Aspekte der Anwendung zu thematisieren.
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4.1.1 Unterstiitzung beim Erstellen von Texten

Evaluation ist eine schreibintensive Tatigkeit. Von der Angebotserstellung tiber einfache E-Mails
bis hin zum Abschlussbericht sind zu unterschiedlichen Zeitpunkten im Evaluationsverlauf Texte
verschiedenster Textsorten zu erstellen. KI-Anwendungen konnen deren Erstellung unterstiitzen,
indem sie entweder auf einen entsprechenden Prompt hin Entwiirfe erstellen (Ferretti 2023; Head
et al. 2023; McConnachie 2023) oder eigene Entwiirfe kommentieren oder hinsichtlich verschiede-
ner Kriterien tberarbeiten. Grundsatzlich kann jeder generische Chatbot wie ChatGPT oder Claude
solche Aufgaben ibernehmen. Unter der Bezeichnung automated writing evaluation (AWE) exis-
tiert eine ganze Reihe von Systemen aus akademischen Kontexten wie zum Beispiel Grammarly,®
die auf Feedback, Korrektur und Verbesserung von Texten mit KI-Unterstiitzung spezialisiert sind
und eine fir diese Aufgaben zugeschnittene Oberflache bieten (Ding/Zou 2024; Huawei/Arya-
doust 2023). Entsprechende Funktionen verspricht aber auch Microsofts CoPilot (Microsoft Cor-
poration 2024) oder Apples Intelligence-Projekt (Apple Inc. 2024), es ist also davon auszugehen,
dass sie auch zunehmend in etablierte Arbeitsprozesse integriert werden (vgl. 2.4.6).

4.1.2 Exploratives Sichten, Verarbeiten und Zusammenfassen von Texten

Das Auswerten von vorgegebenen Textdaten ist vor allem in Evaluationskontexten, aber auch
dariiber hinaus eine der generischsten, am haufigsten und bereits friihzeitig beschriebenen An-
wendungen von Kl und vor allem LLMs (z.B. Ferretti 2023; Head et al. 2023; Leeuw 2020; Mc-
Connachie 2023; Nallapati et al. 2017; Sabarre et al. 2023). An dieser Stelle ist allerdings noch
keine systematische Auswertung von erhobenen Daten nach wissenschaftlichen Standards ge-
meint (vgl. 4.4.1), sondern eine niederschwellige Anwendung in Dialogform, die dazu dient, groRe
Textmengen wie zum Beispiel Programmdokumente, Abstracts, Pressetexte, graue und wissen-
schaftliche Literatur, Online-Diskussionen et cetera im Hinblick auf verschiedene, eher explorative
Nutzungszwecke schneller kognitiv verarbeiten zu kdnnen. Dies kann im einfachsten Fall im Auf-
trag zum inhaltlichen Zusammenfassen eines Texts bestehen oder gezieltere Anfragen umfas-
sen wie das Kiirzen um nicht relevante Abschnitte, das Extrahieren von Hauptaussagen oder das
Verfassen eines ,advance organizer”, also eines vorangestellten Uberblicks zur Verstandniserle-
ichterung. Zur Verarbeitung von PDF-Dateien gibt es dezidierte Applikationen wie ChatPDF (Chat-
PDF GmbH 2024), deren Funktionalitdt inzwischen aber in die gdngigen Chatbots und neuere
Versionen von PDF-Readern® integriert wurde, so dass man auch dort mit dem Dokument selbst
ein ,Gesprach” fiihren kann.

Die meisten Berichte sind sich einig, dass aktuelle LLMs in der Regel gut in der Lage sind, Auf-
gaben der genannten Art inhaltlich korrekt und vor allem effizient zu bewaltigen, was auch von
Ubersichtsarbeiten der KI-Forschung gestiitzt wird (Kalyan 2024). Zwar sind LLMs grundsétz-
lich durch ein Nadelohr bei der Textmenge limitiert, die in einem Arbeitsgang bearbeitet werden
kann (token limit, vgl. 2.2). Dieses wird aber in neueren Chatbot-Versionen unter anderem durch
die interne Vorverarbeitung und Segmentierung der Daten umgangen. Anwendende kdnnen also

5 https://www.grammarly.com/.
¢ https://www.adobe.com/de/acrobat/generative-ai-pdf.html.
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grundsatzlich beliebige Datenmengen lbergeben. Es ist allerdings davon auszugehen, dass zum
gegenwartigen Zeitpunkt die Ergebnisqualitdt mit dem Umfang der zu verarbeitenden Daten ab-
nehmen kann (N. F. Liu et al. 2023).

4.1.3 Ideenfindung und konzeptionelle Vorarbeiten

Chatbots konnen bei vielen Prozessen, die kognitiv bearbeitet werden, als kreativer Gegenpart
genutzt werden, um ahnlich wie bei der Gruppenmethode des Brainstormings Ideen und Kon-
zeptentwiirfe zu entwickeln oder eigene Ideen und Entwiirfe auf Vollstandigkeit zu prifen, zu
erganzen und durchzuspielen. Entsprechende Mdéglichkeiten werden unter anderem im Kontext
des Innovationsmanagements diskutiert (Bouschery et al. 2023). Ferretti (2023) schildert um-
fassende Versuche und Erfahrungen, diese Form der Anwendung auf verschiedene Phasen im
Evaluations- und Programmdesignprozess anzuwenden. Einige ihrer Beispiele zur Ideen- und
Konzeptgenerierung, die sie mit ChatGPT 3 erprobt hat, sind (Ferretti 2023: 76):

e Kriterien und Evaluationsfragen generieren (Vorbereitungsphase): ,Suggest suitable criteria
to evaluate [topic]. ‘Anticipate potential challenges and limitations for using these specific
criteria [specify them] to evaluate [topic] within [specify context].”

* Methodenwahl (Konzeptionsphase): ,'Suggest a suitable methodology for submitting a pro-
posal to evaluate [evaluand] on [topic].”

*  Workshop-Konzeption (Nutzungsforderungsphase): ,/Outline a half-day training module on
[topic] for [audience].”

Ahnlich wie Hense und Radiker (2023) berichtet die Autorin, iiberraschend niitzliche und passende
Vorschlédge erhalten zu haben, vor allem, wenn modellhafte Vorgaben zu Form und Inhalt des er-
warteten Outputs mitgeliefert oder durch nachfolgende Prompts spezifiziert werden (output tem-
plating). Vielfache weitere Félle dieser Anwendungsvariante sind denkbar, wie zum Beispiel das
Erstellen oder die Ergdnzung von Gliederungen, Prasentationsfolien oder Projektplanen. Fiir diese
existiert teils ein sehr dynamischer Angebotsmarkt spezialisierter Anwendungen, der am besten
per Suchmaschine (z. B. Al-assisted presentation) sondiert werden kann, teils sind entsprechende
Funktionen aber auch bereits in den neueren Chatbot-Versionen integriert (vgl. 2.4.5).

4.1.4 Elaboration in Abwagungs- und Aushandlungsprozessen

Ahnliche Beispiele berichtet Ferretti (2023: 78) in Bezug auf das Finden und Ergénzen von Stér-
ken und Schwachen sowie das Durchspielen von Abwagungs- und Aushandlungsprozessen. Sie
konnen im weitesten Sinne als Elaboration bezeichnet werden, da sie einen Wissens- und Hand-
lungskontext {iber die eigenen Uberlegungen hinaus erweitern sollen:

e Alternative Vorgehensweisen vergleichen: ,Identify relevant criteria to choose amongst

[approach A/approach B].’ (or specify your criteria) ‘Within [context] what are comparative
strengths and weaknesses of [approaches].”
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* Pro und Contra abwagen: ,/Provide a table outlining expected advantages, potential inflates
expectations, caricatured arguments against [topic.].”

* Argumente und Gegenargumente antizipieren: ,Provide arguments to support a stance.’ ‘Per-
suade [audience] about the advantages of [approach] as compared with [another approach]’
‘Act as [role] and make a case for [approach].”

Die Ergebnisse schatzt Ferretti auch hier grundsatzlich positiv und als hilfreich ein, wobei sie
leider in den meisten Fallen nicht konkret berichtet, fiir welche Abwagungs- und Argumentations-
prozesse in welchen Evaluationsphasen sie diese erprobt hat. Mit Blick auf die einzelnen Ent-
scheidungen und Aushandlungsprozesse im Verlauf einer Evaluation (vgl. Tabelle 3) féllt es aber
nicht schwer, mogliche Anwendungsfalle zu finden.

4.1.5 Programmierung unterstiitzen

Kl-unterstiitzte Programmierung war vermutlich eine der ersten verbreiteten Anwendungen von
LLMs in beruflichen Kontexten, denn sowohl Chatbots als auch darauf spezialisierte Sprachmo-
delle sind in der Lage, Programmcode zu erstellen, zu verbessern oder zu kommentieren (Liu/
Li 2024). Einem Survey von Idrisov und Schlippe (2024) zufolge schwankt die Qualitat je nach
verwendetem LLM und Komplexitat der Aufgabe, grundsatzlich werden aber auch komplexere
Aufgaben bewdltigt. Vor allem fiir Personen, die (iber keine oder nur rudimentére Programmier-
kenntnisse verfiigen, liegt hier ein groftes Potenzial fiir Anwendungen, die bisher spezialisiertes
Fachwissen erforderten.

In der Evaluation ist dies Uberall dort relevant, wo bisher dezidierte Fachkenntnisse in der Pro-
grammierung erforderlich waren. Zu denken ist dabei vor allem an Code fiir Auswertungssoft-
ware wie zum Beispiel R (The R Foundation 2024), SPSS oder MS Excel, aber auch an die Program-
mierung von interaktiven Web-Inhalten zum Beispiel fiir Datenerhebungen, Online-Experimente
oder ein Online Data Dashboard (Smith 2013). Nachdem der erstellte Code nicht immer korrekt
ist, dirfte eine verldssliche Anwendung ganzlich ohne eigenes Vorwissen derzeit noch nicht rea-
listisch sein. Durch die Mdglichkeit, dass Code nicht nur neu erstellt, sondern auch existierende
Losungen vom LLM als ,Coach” lberpriift und kommentiert werden koénnen, ergeben sich fir
wenig IT-affine Personen allerdings neue Moglichkeiten fiir den Auf- und Ausbau eigener Kom-
petenzen. Insgesamt kénnten entsprechende Potenziale dazu fiihren, dass die Hemmschwelle
zur Erstellung eigener Losungen sinkt und damit auch die Relevanz von Spezialwissen in diesem
Bereich abnimmt (Hense/Radiker 2023).

4.2 |Initiierung, Vorbereitung und Konzeption der Evaluation
4.2.1 Erstellen eines Literaturiiberblicks

Noch vor dem grof3en Erfolg von ChatGPT beschrieben Michelson et al. (2020) die Durchfiihrung
einer Metaanalyse beziehungsweise Forschungssynthese zu einer medizinischen Fragestellung
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mit Hilfe eines speziell trainierten KI-Systems, das dabei half, die relevante publizierte Literatur
zu recherchieren und auszuwerten. Nach Erscheinen von ChatGPT finden sich auch Tests, in-
wiefern dieser nicht spezialisierte Chatbot (vermutlich GPT 3.5) in der Lage war, zu einem gege-
benen Thema einen Literaturliberblick zu erstellen (Raimondo/Anuj/et al. 2023). Trotz positiver
Ansétze schlug dabei das bekannte KI-Problem des Halluzinierens (vgl. 2.4.2) stark durch, indem
Quellen frei erfunden wurden. Auch die Nutzung einer spezialisierten ChatGPT-Variante fir die
wissenschaftliche Recherche (ScholarAl” hat diese Probleme nicht beseitigen kdnnen, so dass
der Bericht einen Einsatz allenfalls fiir die informelle Hintergrundrecherche empfiehlt. Weniger
fehleranféllige Einsatzvarianten in Dialogform beschreiben S. Wang et al. (2023), die sich von
ChatGPT Vorschlége fiir geeignete Suchanfragen an Literaturdatenbanken mit bindren Suchope-
ratoren erstellen lieRen, und Aydin und Karaarslan (2022), die nur spezifische Fragen an bereits
gefundene Abstracts gestellt hatten.

Neben ChatGPT existieren inzwischen eine Reihe spezialisierter, teils kommerzieller Anwendun-
gen fir die wissenschaftliche Recherche und Forschungssynthese. Dazu gehdren unter ande-
rem SciSpace (SciSpace 2024), das auch indirekt innerhalb von ChatGPT als ,ChatGPT-Version”
nutzbar ist, consensus.app (Consensus 2025), elicit (Elicit Research 2024), Rayyan (Sabarre et al.
2023) und ORKG Ask (German National Library of Science and Technology (TIB) 2024). Eigene
Tests der frei zu erprobenden Systeme in der Wissensdoméane Programmevaluation zeigen nur
bei consensus und elicit brauchbare Ergebnisse, die anderen Systeme finden derzeit nicht ein-
mal die gangigsten Forschungssynthesen, zum Beispiel zur Frage der Evaluationsnutzung, oder
recherchieren trotz préaziser Prompts génzlich am Gegenstandsbereich vorbei (z. B. in Richtung
»material evaluation” in den Materialwissenschaften). Auch diese Ergebnisse sind natirlich nur
Schnappschiisse, die dem akademischen Nischenstatus des Themas (Forschung iiber) Evalua-
tion geschuldet sein kénnten. Fiir eine Fragestellung aus dem Gegenstandsbereich der Extrem-
ismuspravention (Ursachen antidemokratischer Einstellungen) fielen die Ergebnisse deutlich
besser aus. Kurze Tests und tagesaktuelle Leistungen der Systeme sagen aber wenig Ulber das
Potenzial der Anwendungen grundsatzlich aus. Trotz bisher suboptimaler Testresultate erscheint
das nicht-kommerzielle ORKG Ask aufgrund seiner Verkniipfung von KI-Chatbot mit menschlich
kuratierten Wissensgraphen besonders vielversprechend (Karras et al. 2024), auch scheint es
aufgrund seiner Provenienz besser mit deutschsprachigen Quellen vertraut.

4.2.2 Neu- oder Rekonstruktion von Wirkungsmodellen

Hense und Radiker (2023) beschreiben Versuche, ChatGPT (GPT 3.5) ein Logisches Modell mit
den iiblichen Komponenten wie Input, Aktivitdten, Outputs et cetera (vgl. Hense/Taut 2021) zu
einem HIV-Praventionsprogramm im forensischen Kontext erstellen zu lassen. Sie berichten Er-
gebnisse, die inhaltlich eine hohe Passung zu publizierten Modellen dhnlicher Evaluationsgegen-
stande aufweisen. Einen vergleichbaren Ansatz verfolgt Ferretti (2023) zum Beispiel mit dem
folgenden generischen Prompt:

7 https://scholarai.io/.
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»Generate a logframe table for a programme on [topic]. Include results (goal, outputs,
outcomes, activities) | indicators | MOV® | assumptions.™

Esist allerdings anzunehmen, dass die Qualitat solcher Ergebnisse, die allein auf dem im KI-Modell
vorhandenen ,Weltwissen” beruhen, in starkem Malle doméanenspezifisch ist. Soll ein Wirkungs-
modell aus einem besonders innovativen oder sehr spezifischen Gegenstandsbereich erstellt wer-
den, sind brauchbare Losungen, die liber das Brainstorming hinausgehen, nicht sicher zu erwarten.

Im Normalfall aber werden Wirkungsmodelle im Rahmen einer Evaluation nicht géanzlich neu er-
stellt, denn grundsatzlich ist die MaBnahmenkonzeption ja Aufgabe des Programmdesigns, nicht
der Evaluation. Oft liegen sie aber nicht in expliziter oder fiir die Evaluation anschlussfahiger Form
vor, so dass sie aus vorhandenen Programmdokumenten oder in Kooperation mit Stakeholdern
rekonstruiert werden miissen (Hense/Taut 2021). Die Kl kann hier die Rolle ibernehmen, entwe-
der ein gesamtes Wirkungsmodell oder gezielt einzelne Komponenten wie zum Beispiel Aktivita-
ten aus vorliegenden Dokumenten wie etwa Antragstexten oder Konzeptpapieren zu extrahieren.
Im eigenen Test gelang das am Beispiel einer kurzen Programmbeschreibung aus der Literatur
im Bereich Energieversorgung (McLaughlin/Jordan 2015: 16-17) bemerkenswert gut. Die Ergeb-
nisse des ChatGPT-Modells GPT 40 (22.08.2024) waren vollstandiger und inhaltlich genauer als
die durchschnittlichen Ergebnisse von Workshopteilnehmenden, die mit der gleichen Aufgabe
konfrontiert werden. Entscheidend ist allerdings, wie in anderen Prompts auch, dass eine genaue
Aufgabenbeschreibung inklusive Begriffsdefinition erfolgt:

»In the next prompt, you'll find a narrative description of a program in the energy sector.
| need you to build a program theory of that program. In a first step, | want you to extract
the relevant program components and output them as a table with these headings: 1.
Problem (negative conditions the program wants to address) 2. Assumptions (facts or
hypotheses that need to be true for the program to work) 3. Target groups (people and/
or institutions that the program wants to be influenced in a desirable way) 3. Inputs (re-
sources the program can use or needs to do what it does) 4. Activities (steps taken by
the program) together with their respective implementers (persons or institutions carry-
ing out the activities) 5. Outputs (facts, products or services directly resulting from each
activity) 6. Outcomes (things that should change within the program’s target groups) 7.
Impact (societal conditions that should improve as a consequence).”

Einzig die Unterscheidung von Outputs und Outcomes, die aber auch in der Praxis ohne Kl 6fters
Probleme bereitet, war bei der Losung von ChatGPT punktuell ungenau. Fiir die Weiterentwicklung
des einfachen Logischen Modells in tabellarischer Form zu einer Programmtheorie, die differen-
ziertere Wirkungsbeziehungen enthélt, kann in einem weiteren Schritt die Identifikation von Kau-
salannahmen angefordert werden (vgl. 4.4.4).

8 MOV: means of verification.
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4.2.3 Visualisierung von Wirkungsmodellen

Chatbots konnen von Haus aus nur textliche Daten ausgeben. Sie konnen allerdings auf Umwegen
zur Visualisierung genutzt werden, indem man sie bittet, Programmcode zu schreiben (vgl. 2.4.5),
der von einer externen Anwendung grafisch umgesetzt wird. Hense und Rédiker (2023) nutzten
dies in ChatGPT (GPT 3.5), um ein zuvor erstelltes Logisches Modell in der Beschreibungssprache
DOT? zu codieren und durch einen entsprechenden online Interpreter'® grafisch umzusetzen. Neu-
ere Chatbot-Versionen wie ChatGPT 40 konnen diesen Workflow inzwischen transparent selbst-
standig ausfiihren, indem sie entsprechende Aufgaben erkennen und den passenden Code zum
Beispiel fiir die Programmiersprache Python erzeugen und ausfiihren, um anschlieBend das Er-
gebnis im Chatverlauf anzuzeigen (vgl. 2.4.5). Die Ergebnisse sind in beiden Féllen grundsatzlich
vielversprechend, allerdings teils noch weit von einer direkten Verwendbarkeit entfernt. Da die
Moglichkeiten zur Visualisierung per Chatbot aber sténdig erweitert werden (vgl. 4.5.3), dirfte
sich die Ergebnisqualitat auch hier zunehmend verbessern.

4.3 Umsetzung der Evaluation: Datenerhebung und -aufbereitung
4.3.1 Rekonstruktion von Baseline-Daten / Big Data als Datenquelle

In Impact-Evaluationen, die die vom Programm bewirkte Verdanderung im Vorher-Nachher-Ver-
gleich feststellen wollen, besteht haufig die Herausforderung, dass aufgrund zu spét eingeplanter
EvaluationsmalRnahmen, Problemen des Datenzugangs oder aus anderen Ressourcengriinden
der vor Beginn der MalRnahmen gegebene Zustand (baseline) nicht mehr valide erfasst werden
kann. Leeuw (2020) sieht in bestimmten Evaluationskontexten eine grole Chance fiir Big Data-
Anwendungen, Informationen zum Vorher-Zustand zu rekonstruieren. Als Beispiele nennt er zum
Beispiel die Global Database of Society (The GDELT Project 2024): ein System, das auf Basis von
NLP-, DM- und ML-Technologien fortlaufend Daten zu weltweiten Ereignissen in mehr als 300
Kategorien zusammentragt, die aus verschiedensten online verfiigbaren Quellen gewonnen wer-
den und so thematisch, regional und zeitlich eingegrenzt prazise Datenrekonstruktionen erlaubt.
Weitere Beispiele sind die Berichte des UN Global Pulse Projekts," das MIT Billion Prices Projekt'?
oder auch das in Google Maps integrierte Street View,"® zusatzlich ware die Wayback Machine des
Internet Archive'* zu erganzen.

Alle Systeme erlauben es, den Datenbestand fiir bestimmte Zeitrdume in der Vergangenheit ab-
zufragen. KI-Modelle kdnnten dabei helfen, die daraus verfligbaren Datenbestdnde auf bestimmte
Fragestellungen hin auszuwerten. Ob sie in einem konkreten Evaluationsprojekt tatsachlich ver-
wendet werden konnten, ist natirlich in hohem Malle davon abhéngig, ob die jeweils relevanten

° https://en.wikipedia.org/wiki/DOT_(graph_description_language).
0 z. B. https://edotor.net/.

" https://www.unglobalpulse.org/resources/.

2 https://thebillionpricesproject.com/.

'3 https://www.google.com/streetview/.

4 https://archive.org/.
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Kriterien sich in einer dieser oder weiterer verfiigbarer Big Data-Quellen als Indikatoren abbilden
lassen. Im Kontext der Extremismuspravention, Demokratieférderung, Vielfaltgestaltung und
politische Bildung kénnten zum Beispiel Daten wie die des oben erwahnten GDELT Projects inte-
ressante Perspektiven zur Erhebung von relevanten lokalen Ereignissen, 6ffentlichen Meinungs-
duBerungen, Stimmungen und weiteren Konstrukten eréffnen. Diese Datenquellen sind natirlich
nicht nur fiir das von Leeuw (2020) fokussierte Problem der Rekonstruktion von Baseline-Daten
verwendbar, sondern potenziell auch fiir synchrone Erhebungen im Evaluationsverlauf.

4.3.2 Unterstiitzung der Fragebogenkonstruktion

In einem der wenigen dokumentierten deutschsprachigen Anwendungsbeispiele hat Hammer
(2023) den Einsatz von ChatGPT (Modellversion 3.5) zur Unterstiitzung der Fragebogenkon-
struktion erprobt. Der Chatbot sollte dabei die Rolle von Fachkraften simulieren, die in einem gege-
benen Kontext relevante Werthaltungen benennen. Diese sollten anschlieRBend als geschlossene
Antwortkategorien in einen Fragebogen aufgenommen werden. Im Vergleich mit Werthaltungen,
die aus Interviews mit echten Fachkraften gewonnen wurden, fand das LLM trotz verschiedener
Variationen und Nachscharfungen der Prompts nur 39 % der Werthaltungen, die von echten Fach-
kraften angesprochen wurden, und keine zusétzlichen. Der Autor kommt aufgrund des Aufwands
fur eine fachlich kontrollierte Bereinigung der Kl-Resultate zu einer negativen Einschatzung des
Kl-Einsatzes in diesem Fall. Auch hier ist nattirlich davon auszugehen, dass die Qualitat der Ergeb-
nisse je nach Inhaltsgebiet variiert und mit neuen Modellversionen noch zunehmen kann.

Uber dieses konkrete Beispiel hinaus kdnnten sowohl einzelne Items als auch ganze Fragebdgen
per Kl erstellt werden (vgl. 4.1.1 und 4.1.3). Bedenkt man allerdings, dass die KI-Modelle vermut-
lich vor allem aus vielen im Internet frei verfligbaren Fragebogenbeispielen von methodisch sehr
fraglicher Qualitat ,gelernt” haben, wie ein Fragebogen aussieht, und dass ihnen etwa psycho-
metrisch validierte Instrumente zum Beispiel aus Testdatenbanken eher nicht verfiigbar waren,
scheint sehr fraglich, ob dabei ohne Weiteres Instrumente mit hinreichender methodischer Quali-
tat gelingen, ganz abgesehen von inhaltlichen Fragen.

4.3.3 Automatisierung von Befragungen

Chopra und Haaland (2023) prasentieren ein Forschungsprojekt, in dem sie die APl des GPT-4-
Modells von OpenAl zur Durchfiihrung von halbstandardisierten schriftlichen Online-Interviews
nutzten. Sie erstellten also ein System, bei dem die Interviewten auf Fragen des KI-Systems ant-
worteten, das dann auf Basis eines thematischen Leitfadens und in Reaktion auf die Antworten
die nachste Frage aussuchte. Je nach Verlauf und Sattigungsgrad der Antworten waren dies ent-
weder vertiefende Fragen oder Uberleitungen zum nichsten Thema. Das System enthielt relativ
elaborierte Mechanismen zur Dialogfiihrung, die auch MalBnahmen gegen prompt hacking um-
fassten, also die bewusste Manipulation des Verhaltens der Kl durch Nutzende. In einer realen
Studie fiihrte das System knapp 400 halbstiindige Interviews mit Personen, die von einer Frei-
willigenplattform rekrutiert wurden. Die Autoren berichten dulerst positive Erfahrungen in mehr-
facher Hinsicht. Sie betreffen die Effizienz und Okonomie des Verfahrens, das wesentlich um-
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fassendere Datenerhebungen ermdglichte, die Akzeptanz und Mitwirkungsbereitschaft seitens
der Interviewten, von denen in der Nachbefragung nur eine von fiinf Personen eine Praferenz fiir
durch Menschen gefiihrte Interviews dulerte, sowie den Erkenntnisgewinn in Bezug auf die unter-
suchte Forschungsfrage.

Das Format wird nicht in allen Evaluationskontexten anwendbar sein, weil die von Chopra und
Haaland (2023) berichtete Akzeptanz spezifisch fiir ihr selbstselektiertes Sample sein kénnte
und fraglich ist, inwiefern die positiven Erfahrungen von Befragungszielen und -inhalten unab-
hangig sind. Auch ist die von ihnen verwendete Technologie zwar gut dokumentiert, eine Verof-
fentlichung zur Nutzung durch andere Projekte ist aber laut Auskunft des Erstautors™ bisher nur
geplant. Andererseits zeigt die Tatsache, dass verschiedene kommerzielle Online-Befragungs-
systeme derzeit mit auf dhnliche Weise Kl-unterstiitzten Befragungen werben und generische
Chatbots mit einem entsprechenden Prompt bereits jetzt eine interviewende Rolle iibernehmen
konnen, dass dhnliche Anwendungen grundsatzlich nicht mehr auf Eigenentwicklungen ange-
wiesen sind.

Vergleichbare Erfahrungen mit der Anwendungen von Kl-gestiitzter sprachlicher Interaktion
(Voicebots) existieren bereits in Bereichen wie Marketing (Rohit et al. 2024), Kundenbetreuung
(L. Wang et al. 2023) oder Public Health (Jo et al. 2023), allerdings stof3en sie dort teils noch auf
Akzeptanzprobleme (Li et al. 2023; L. Wang et al. 2023). Aufgrund der zunehmenden Leistungs-
fahigkeit der Kl-gestiitzten Erzeugung und Erkennung gesprochener Sprache (text to speech und
speech to text) und anzunehmender Gewdhnungseffekte ist hier allerdings noch Raum fir Ent-
wicklungen zu vermuten. Es ist also davon auszugehen, dass entsprechende Anwendungen fiir
nicht-schriftliche Interviews per Telefon, online oder in Prasenz nicht nur technisch realisierbar,
sondern auch praktisch in verschiedenen Evaluationskontexten anwendbar sind. Dies konnte ins-
besondere die Datenerhebung bei wenig alphabetisierten oder visuell beeintrachtigten Zielgrup-
pen deutlich erleichtern.

4.3.4 Erhebung von Leistungsdaten

Eine der automatisierten Befragung eng verwandte Anwendung sind per Kl unterstiitzte oder
durchgefiihrte Leistungstests, die vor allem in den Kontexten Bildung (Lernstanderhebung, Selbst-
iberpriifung, Leistungskontrolle) und Personalwesen (Einstellungstests, Assessment Center) dis-
kutiert beziehungsweise bereits eingesetzt werden (Dorsey/Michaels 2022). Auch wenn viele
Anwendungen vorwiegend padagogischen Zielen dienen, indem sie die automatisierte Selbst-
Uberpriifung und Lernstandsriickmeldung erleichtern, kommt Kl auch fiir reine Assessment-Zwe-
cke zum Einsatz (Sembey et al. 2024). Anwendungsbeispiele reichen dabei von der schlichten
Generierung von Priifungsfragen per Kl bis hin zu elaborierten adaptiven Systemen, die auch fiir
die Diagnose komplexerer Lernziele wie zum Beispiel Zusammenhangswissen oder Transfer ge-
eignet sein sollen. Die Qualitat geschriebener Texte kdnnen auch die bereits erwdhnten automa-
ted writing evaluation-Systeme (AWE-Systeme) bewerten (Huawei/Aryadoust 2023). Vor allem bei
der Evaluation padagogischer Gegenstédnde kdnnten Testverfahren dieser Art als effiziente Form

S Pers. Kommunikation, 16.09.2024.
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der Datenerhebung in Frage kommen, um Daten zu Kriterien wie Wissens- und Kompetenzstand
zu erheben.

4.3.5 Schatzung von fehlenden Daten

Unvollstéandige Daten (missing data) sind ein wichtiger Grund fiir mangelnde Datenqualitét und
dementsprechend ein Risiko fiir die Belastbarkeit von Auswertungsergebnissen. Sie haben unter-
schiedliche Ursachen, von denen nicht alle durch Sorgfalt beim Erhebungsdesign vermieden wer-
den konnen (Liidtke et al. 2007). Im Bereich der quantitativen Statistik existieren daher schon
lange verschiedene Strategien des Umgangs mit fehlenden Daten, die vom einfachen Ausschluss
betroffener Falle liber die algorithmische Imputation fehlender Werte aus vorhandenen Daten bis
hin zur modellbasierten Bertlicksichtigung reichen (McKnight et al. 2007). Zunehmend spielen
dabei auch NN- und ML- beziehungsweise DL-Technologien eine Rolle, die auf Basis nicht-feh-
lender Daten ,lernen”, wie die fehlenden Datenpunkte mit grofRter Wahrscheinlichkeit zu ersetzen
sind (Leke/Marwala 2019). Sie sind Reviews zufolge konventionellen Verfahren zwar noch teils
unterlegen, schlielen aber aktuell zu diesen auf und sind fiir sehr groBe Datensatze bereits die
empfohlene Variante (M. Liu et al. 2023; Sun et al. 2023).

Im Kontext jlingerer Fortschritte im Bereich von NLP und LLM k&nnte sich die Frage stellen, inwie-
fern analoge Verfahren des Ergdnzens fehlender Angaben aus vorhandenen Informationen auch
auf textliche Daten libertragbar sein werden. Eine weitere, im Kontext der Programmevaluation
provokante, Perspektive ist die vollstandig Kl-basierte Vorhersage von Zielgruppenreaktionen.
Sie wird von Chan und Chau (2019) in einem ingenieurwissenschaftlichen Evaluationskontext
genutzt, um modellbasiert zu schatzen, wie wohl sich Menschen in stadtischen Parks unter ver-
schiedenen Einflussbedingungen fiihlen.

4.3.6 Transkription von natiirlicher Sprache

Kommerzielle Software zur Spracherkennung existiert schon seit den 1990er Jahren am Markt
und verwendete von Anfang an Kl-Algorithmen aus dem Bereich NLP (Bokhove/Downey 2018).
Ihre Akzeptanz im Bereich der wissenschaftlichen Transkription war allerdings immer begrenzt,
da die Qualitat im Bearbeiten natirlicher Sprachsituationen mit wechselnden Personen und
Sprechvarianten oft als nicht ausreichend galt. Auch Kl-gestiitzte speech to text-Anwendungen
sind noch nicht in der Lage, alle Probleme dieser Art zu bewaltigen. Vor allem das aus dem Hause
OpenAl stammende WhisperAl (OpenAl 2024) schnitt aber bei einem Vergleich im Hinblick auf die
wissenschaftliche Verwendbarkeit bereits vielversprechend ab, zumindest wenn man sich auf die
rein inhaltliche Transkription ohne Markierung parasprachlicher Mittel beschrankt (Siegel et al.
2023). Interessant ist hier derzeit besonders die auf WhisperAl basierende Applikation noScribe
(Droge 2024), die lokal installiert werden kann. Dies erfordert zwar einen eigenen rechenstarken
Computer, I6st aber die ansonsten bestehende Datenschutzproblematik (Da Silva 2021). Denn
anders etwa als die in Smartphone-Betriebssystemen integrierte Spracherkennung miissen hier-
bei die zu transkribierenden Dateien nicht an Dritte ibermittelt werden.
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4.3.7 Aufbereitung und Anonymisierung von Daten

Eine Arbeitsgruppe der Weltbank erprobte eine KI-Anwendung, die grolRe Textmengen, die zum
Beispiel im Rahmen von Portfolioanalysen oder Evaluationssynthesen verwendet werden sol-
len, so aufbereitete, dass sie fiir weitere automatisierte Analyseschritte verwendbar sind, was
im gegebenen Kontext bisher offenbar manuell erfolgen musste (Raimondo/Ziulu/et al. 2023).
ChatGPT (vermutlich GPT 3.5) wurde genutzt, um Code fiir die verbreitete Programmiersprache
Python zu generieren (vgl. 4.1.5), der diese Aufgabe der Datenaufarbeitung erledigen kann. Ob-
wohl es mehrere Schleifen zur Uberarbeitung des Codes durch ChatGPT brauchte, verbucht der
Beitrag das Beispiel als Erfolgsfall, allerdings war hohe technische Kompetenz erforderlich, um
die Prompts zielgenau zu formulieren und das Ergebnis zu optimieren.

Payne (2018) stellt verschiedene Mdoglichkeiten dar, wie named entity recognition (NER) zur Ano-
nymisierung beziehungsweise Pseudonymisierung von Datensédtzen genutzt werden kann. Das
im Bereich NLP entwickelte Verfahren kann in unstrukturierten Texten Informationen wie Namen,
Orte und Organisationen finden, die fiir die weitere Auswertung unkenntlich gemacht oder ersetzt
werden kdnnen (vgl. Kovacevié et al. 2024). Im Gegensatz zum herkémmlichen ,Suchen und Er-
setzen" ist dies potenziell robuster gegeniiber Schreibvarianten und Fehlern im Ausgangsmate-
rial, bringt aber eigene Ungenauigkeiten mit sich. Der Beitrag vergleicht verschiedene Optionen,
bei denen spezialisierte KI-Modelle teils fiir den konkreten Anwendungsfall trainiert und optimiert
werden, nimmt aber keinen Vergleich mit Losungen ohne Kl vor.

Neuere Chatbot-Versionen erleichtern grundsatzlich Vorarbeiten dieser Art, indem die aufzuberei-
tenden Daten direkt hochgeladen werden und der Programmcode per advanced data analysis trans-
parent im Hintergrund erstellt und ausgefiihrt wird (vgl. 2.4.5). Im eigenen Test konnte ChatGPT
(GPT 40, 02.11.2024) ein Interviewbeispiel von circa 1.200 Worten fehlerfrei pseudonymisieren und
scheiterte dabei auch nicht an Eigennamen, die mit Lexikoneintragen verwechselbar waren.®

Da Fehler in der Aufgabenbearbeitung hier aber zur Korruption der Datenbasis, des wichtigsten
Rohstoffes jeder Evaluation, fiihren wiirden, diirfen dabei keine Fehler {(ibersehen werden, was
eine strenge Ergebniskontrolle und Nachscharfung beziehungsweise Korrektur des Programm-
codes unverzichtbar macht. Im Kontext Anonymisierung ist zudem zu bericksichtigen, dass Kl
es umgekehrt auch erleichtert, aus anonymisiertem Datenmaterial Riickschliisse auf die person-
liche Identitat von Datengebenden zu ziehen (vgl. 5.2).

16 ChatGPT (GPT 40, 02.11.2024), Prompt: ,Uberarbeite den unten stehenden Text so, dass alle Personen- und Ortsbeziige
unkenntlich gemacht werden. Ersetze die Namen durch eindeutige Platzhalter in der Form ,Person A", ,Person B" etc.
Markiere alle Ersetzungen, indem du sie zwischen zwei Rauten setzt. Zeige am Ende eine Liste zur Auflésung der Platz-
halter. [Text].”

35



PrEYA]

4.4 Umsetzung der Evaluation: Datenauswertung
4.4.1 Auswertung qualitativer Daten

Die Auswertung qualitativer Daten ist einer der am haufigsten erwahnten und auch schon do-
kumentierten Anwendungsfalle von Kl-Applikationen und insbesondere LLMs, was nicht (iber-
rascht, da diese Aufgabe einerseits besonders aufwandig ist und andererseits die Verarbeitung
natlrlicher Sprache zum Wesenskern von LLMs gehort (vgl. 4.1.2). Ein gut dokumentiertes
Beispiel stammt von Sabarre et al. (2023). Sie haben Interviews aus einem realen Evaluations-
projekt traditionell inhaltsanalytisch ausgewertet und stellen ihre Ergebnisse denen gegeniiber,
die von einer auf entsprechende Auswertungen spezialisierten Kl-Applikation generiert wurden.
Zum Einsatz kam CoLoop (Genie Technology 2024), das intern unter anderem mit den GPT-Mo-
dellen von OpenAl arbeitet’” und ein dhnliches Chat-Interface bietet. Die Ergebnisse werden als
,bemerkenswert” (Sabarre et al. 2023: 63) bezeichnet: Drei von sieben Themen, die im Beispiel
(Identifizieren von Entwicklungshindernissen) generiert wurden, stimmten inhaltlich hoch mit
den menschlich gefundenen iberein, die vier weiteren waren vergleichbar, wenn auch auf einem
anderen Auflésungsgrad. Dabei wurden auch AuBerungen aus den Interviewdaten genutzt, die
nicht in direkter Antwort auf die entsprechende Interviewfrage gegeben, sondern an anderen
Stellen des Interviews getatigt wurde. Dennoch wird auch hier darauf hingewiesen, dass bei
einem Realeinsatz eine sorgfaltige Ergebniskontrolle die Inhaltsvaliditdt und Sinnhaftigkeit der
Analysen sicherstellen miisste.

Gangige Software-Produkte zur Unterstiitzung der qualitativen Datenanalyse wie MAXQDA
(MAXQDA by Verbi 2024), Atlas.ti (Atlas.ti 2024) oder NVivo (Lumivero 2024) haben inzwischen auf
diese Mdoglichkeiten reagiert und Schnittstellen innerhalb ihrer Produkte geschaffen, welche die KI-
gestitzte Auswertung ermoglichen. Soweit dokumentiert, handelt es sich dabei nicht um dezidierte
Modellentwicklungen, sondern um die Einbettungen von generischen LLMs per API (vgl. 2.4.6).

4.4.2 Auswertung von Freitextantworten

In dhnlicher Weise haben Sabarre et al. (2023) die Auswertung von Freitextantworten aus Frage-
bogendaten erprobt. Auch hier wird eine hohe Ubereinstimmung der manuellen Kodierung mit
der Kl-gestiitzten berichtet, allerdings mit einem hoheren Auflésungsgrad und dadurch teils ab-
weichender Haufigkeit der Nennungen. Insgesamt sieht der Beitrag aber gerade darin ein gro-
Res Potenzial im Sinne einer Kl-gestiitzten Vorkodierung und thematischen Gruppierung, die an-
schlieRend vom Team fragenspezifisch verdichtet werden kann. Allerdings ist die von Sabarre et
al. (2023) verwendete Applikation Avalanche wegen Ubernahme der Entwicklungsfirma seit Juli
2023 nicht mehr verfiigbar,'® was auf das Problem der Volatilitdt des Angebotsmarkts verweist
(vgl. 5.2.9). Eine analoge Funktionalitdt wird aber auch von anderen Produkten wie zum Beispiel
dem in deutschsprachigen Hochschulen verbreiteten Befragungssystem evasys (evasys 2024)
angeboten, bei dem es direkt in die Befragungsverwaltung und -analyse integriert ist.”

7 https://genei.notion.site/Compliance-and-Information-Security-577cdf371a6b4696932e91ebe8440d0b.

'8 https://www.finsmes.com/2023/07/a-b-acquires-avalanche-insights.html.
% https://evasys.de/ki-gestuetzte-datenanalyse-ein-blick-hinter-die-kulissen-von-evasys/.
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4.4.3 Sentimentanalyse von qualitativen Daten

Sentimentanalysen dienen dazu, fiir vorliegende Aussagen zu bestimmen, ob die darin zum Aus-
druck kommende Haltung eher positiv oder negativ ist. Sie ist eine Anwendung, die schon seit
Langerem mit Hilfe von ,klassischen” KI-Technologien wie ML und NLP-Techniken realisiert und
besonders haufig auch als potenzielle Anwendung von Chatbots genannt wird (Head et al. 2023;
Ferretti 2023; McConnachie 2023). Roy und Rambo-Hernandez (2021) beschreiben eine entspre-
chende Anwendung bei der Auswertung von Reflexionen, die Studierende nach Teilnahme an ein-
er Lernmalnahme riickgemeldet hatten. Die oben schon erwéhnte Arbeitsgruppe der Weltbank
hat erprobt, inwiefern ein LLM (hier GPT 4) diese Aufgabe bewaltigt (Raimondo/Ziulu/et al. 2023).
Sie kam zum Schluss, dass die Ergebnisse sogar besser als die der bisherigen Lésung waren,
obwohl auch hier wieder Vorsicht hinsichtlich der Kontrolle der Ergebnisse angemahnt wird.

4.4 .4 Identifizieren von Kausalzusammenhangen / Netzwerkanalyse

Verschiedene Beitrage nennen als mdgliche KI-Anwendung das Extrahieren von Kausalzusam-
menhéngen aus textlichen oder auch anderen Daten (Head et al. 2023; Ferretti 2023; McConnachie
2023). Ferretti (2023) erwahnt die soziale Netzwerkanalyse zur Untersuchung der Beziehungen
von Stakeholdern als damit verwandte Anwendung, bei der Beziehungen zwischen im Material
behandelten Entitdaten gefunden werden miissen. Dokumentierte Anwendungsbeispiele liegen al-
lerdings zu beiden Uberlegungen nicht vor. Ein eigener Test mit ChatGPT (GPT 40, 19.09.2024), der
an die Erstellung eines Logischen Modells aus einer kurzen Programmbeschreibung anschloss
(vgl. 4.2.2), erbrachte eine inhaltlich groBtenteils plausible und zumindest fiir explorative Zwecke
anschlussfahige Losung:

»Now let's do a causal analysis and find causal connections of the form cause > effect.
Go back to the text and the program components you identified. For each component,
identify all causal connections with other components which are either explicitly stated
or implicitly assumed. Consider that a component can have more than one causal con-
nection. Make a table listing all causal connections with four columns: (1) cause; (2)
effect; (3) source (“explicit” if stated in the text, “implicit” otherwise); (4) if “explicit” in
column 3: quote the relevant proposition from the text.”

Die direkte Visualisierung in Form eines Kausaldiagramms (,Put all identified connections in a
causal diagram") zeigte allerdings noch viele Liicken und {ibersehene Konvergenzen im Wirkungs-
gefiige, die teils damit zu tun hatten, dass inhaltlich gleiche Elemente unterschiedlich bezeichnet
worden waren. Als erste Lésung, die nach Export in eine Visualisierungssoftware (z. B. ,Do the
diagram in GML format” fiir die Diagrammsoftware yEd? weiter bearbeitet werden konnte, wére
das Ergebnis aber tauglich gewesen (vgl. 4.5.3).

20 https://www.yworks.com/products/yed.
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4.4.5 Auswertung quantitativer Daten

Aufgrund der Prominenz von LLMs im jiingsten KI-Diskurs dominieren Anwendungsbeispiele,
die Textdaten zum Gegenstand haben. Das sollte aber nicht dariiber hinwegtduschen, dass Ki-
Technologien wie ML und NN auch im Bereich der quantitativen Datenauswertung schon langer
verfiigbar sind. So existieren fiir das Open Source-Statistikpaket R (The R Foundation 2024) ver-
schiedene Packages,?' mit denen der Standardfunktionsumfang um ML-, NN- und DM-Funktionen
erweitert werden kann. Analog stehen fiir verbreitete Programmiersprachen wie zum Beispiel
Python umfassende Bibliotheken zur Verfligung,?? die vor allem fir ML-Anwendungen genutzt
werden konnen. Kommerzielle Produkte zur Datenauswertung wie zum Beispiel SPSS% oder
SAS? bieten ahnliche Erweiterungen und Funktionalitaten.

Im Gegensatz zur Nutzung von LLM-Chatbots ermdglichen die meisten dieser Optionen eine gro-
Rere Kontrolle liber den KI-Einsatz, da hier auch eigene KI-Modelle fiir spezifische Anwendungs-
zwecke trainiert oder verfeinert werden kdnnen. Dies resultiert natiirlich auf der anderen Seite in
deutlich hoheren Anforderungen an die erforderlichen Kompetenzen und Ressourcen. Anwen-
dungsbeispiele finden sich etwa bei Chan und Chau (2019) oder Gao (2021). Auf der anderen Sei-
te existieren inzwischen auch Chatbots, die auf quantitative Auswertungen und Visualisierungen
spezialisiert sind und auf vorhandenen LLMs aufsetzen, wie zum Beispiel Julius.Al (Caesar Labs,
Inc. 2024). Auch das schon ldnger existierende Produkt Tableau?® mit dem Schwerpunkt Daten-
visualisierung nutzt eine solche Einbettung von LLMs, um besonders im Hinblick auf interaktive
Dashboards relativ weitgehende Mdglichkeiten der digitalen Ergebnisprasentation und -interak-
tion zu ermdglichen.

4.4.6 Kategorisierung und Klassifizierung

In vielen Evaluationskontexten miissen bei der Datenauswertung einzelne Falle im Datenmate-
rial distinkten Kategorien zugewiesen werden. Ein klassisches Beispiel ist die Kategorisierung
von Textsegmenten bei der qualitativen Inhaltsanalyse (vgl. 4.4.1). Oft miissen aber auch andere
Arten von Daten in neu zu entwickelnde Gruppen kategorisiert oder in vorgegebene Gruppen klas-
sifiziert werden. Fiir quantitative Daten werden dafiir schon lange Clusteranalysen, latente Klas-
senanalysen und dhnliche Verfahren verwendet. Bei der Nutzung von KI kommen Ublicherweise
ML-Verfahren zum Einsatz, um ein KI-Modell zur Erkennung von Regelhaftigkeiten zu trainieren,
die auf eine bestimmte Gruppenzugehdorigkeit hinweisen. Eine klassische Anwendung solcher
Verfahren ist die Bilderkennung, aber auch Text- und andere Datensdtze kommen zur Klassifika-
tion in Frage (Thornton 2023).

Thieme et al. (2022) nutzten im Rahmen der Impact-Evaluation von NaturschutzmalRnahmen zur
Pravention von Entwaldung ML-Verfahren, die Google in der Google Earth Engine bereitstellt. Sie

21 https://cran.r-project.org/web/packages/available_packages_by_name.html.

22 https://pypi.org/search/?q=&0=&c=Topic+%3A%3A+Scientific%2FEngineering+%3A%3A+Artificial+Intelligence.
% https://www.ibm.com/products/spss-statistics/neural-networks.

2 https://www.sas.com/en_us/solutions/ai.html.

25 https://www.tableau.com/products/artificial-intelligence.
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berichten, dass diese bei der Klassifizierung des Waldzustands sowohl 6konomischer als auch
genauer als herkémmliche Methoden waren. Eine dhnliche Anwendung zur Auswertung von Sa-
tellitenbildern berichtet Leeuw (2020) im Kontext der Impact-Evaluation eines Programms zur
Armutsbekd@mpfung im Iandlichen Bereich. Génzlich andere Daten lieR die erwdhnte Arbeitsgrup-
pe der Weltbank in einem Vergleichstest klassifizieren (Raimondo/Ziulu/et al. 2023). Sie nutzten
ChatGPT (vermutlich GPT 3.5), die APl des GPT-4-Modells sowie eine hauseigene Anwendung
der Weltbank, um Projektbeschreibungen danach zu klassifizieren, ob das jeweilige Projekt Ziele
im Bereich der Katastrophenvorsorge verfolgt oder nicht. Sie berichten, dass beide GPT-Modelle
selbst ohne vorheriges Training eine dhnliche Trefferrate hatten wie ein zuvor spezifisch trainier-
tes anderes (nicht ndher benanntes) Modell.

Egal ob mit oder ohne spezifisches Training greifen entsprechende Anwendungen zur Klassifizie-
rung auf vorherige Trainingsdaten zurtick, im letztgenannten Fall sind das die unspezifischen Trai-
ningsdaten, die allgemein in das ChatGPT-Modell eingeflossen sind. Es sind verschiedene Fille
dokumentiert, bei denen KI-Modelle aufgrund von Biases in Trainingsdaten und -prozess massive
und diskriminierende Fehlklassifizierungen etwa aufgrund der Hautfarbe oder des Geschlechts
vorgenommen haben (Ferrara 2024; O’Connor/Liu 2024). Dies weist auf die hohe Relevanz von
Trainingsprozess und Trainingsdaten bei der Anwendung von Kl zur Datenkategorisierung und
-klassifizierung hin (vgl. 5.2.2).

4.4.7 Uberpriifung der Implementierungstreue

Implementierungstreue bezeichnet das Ausmal, in dem die Umsetzung einer Mallnahme mit
dem urspriinglich Geplanten Ubereinstimmt (Hense 2025b). Wird sie in Evaluationen ignoriert,
kann es sein, dass Verbesserungsbedarfe libersehen und beobachtete Wirkungen fehlerhaft zu-
geschrieben werden. Besonders wichtig ist ihre Beriicksichtigung bei standardisierten und kodi-
fizierten Interventionen wie zum Beispiel einem Trainingsprogramm, fiir die ein Leitfaden, Manual,
Ablaufplan o.A. vorliegt, an dem sich das Programmpersonal bei der Durchfiihrung orientieren
sollte. Im Kontext der Evaluation eines solchen Gegenstands haben Anglin et al. (2021) NLP-Ver-
fahren eingesetzt, um die transkribierten Protokolle einer standardisierten Lehrkréftefortbildung
auf semantische Ubereinstimmung mit dem zugehérigen strukturierten Instruktionsleitfaden zu
Uberpriifen. Auch hier benétigt es noch menschliche Expertise, um die resultierenden Kennzahlen
richtig bewerten zu konnen, die Autorinnen ziehen aber insgesamt ein sehr positives Fazit zum
Potenzial des Ansatzes, vor allem, weil eine sorgféltige Priifung von Implementationstreue auf-
grund des Zusatzaufwands oft vernachladssigt wird.

Wesentlich fiir die Ermittlung von Implementationstreue ist in der Konzeptionsphase der Evalua-
tion die Bestimmung relevanter Kriterien und dazu passender Indikatoren, die empirisch erhoben
werden sollten. Grundsatzlich kommen dafiir in personenzentrierten MalRnahmen, wie sie auch
im Feld der Extremismuspravention, Demokratieforderung, Vielfaltgestaltung und politischen Bil-
dung typisch sind, eine ganze Reihe von Kriterien in Kontext, Input, Aktivitaten und Output so-
wie Merkmale der Zielgruppen in Frage, aus denen programmspezifisch auszuwahlen ist (Hense
2025b). Eine denkbare Variante der Anwendung von Kl zur Sichtung von Programmdokumenten
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(vgl. 4.1.2) wére, diese hinsichtlich moglicher Kriterien und Indikatoren sichten zu lassen. An-
gewandt auf eine kurze Beschreibung des bekannten Drogenpréaventionsprogramms DARE (Drug
Abuse Resistance Education 2024) erbrachte der folgende Prompt eine inhaltlich nicht fehler-
freie, aber in vielen Punkten iiberraschend treffsichere Ubersicht, die offensichtlich auch ,Kon-
textwissen" iiber die Beschreibung hinaus einschlieBt und fiir eigene Uberlegungen zweifelsfrei
nitzlich sein konnte:

»In the following prompt | will give you the description of a social program. | want you
to identify (a) important criteria of implementation fidelity, and (b) possible indicators
that can be used to empirically measure each of them. Structure the criteria and their
indicators in four main categories: (1) context criteria (everything outside the program
that is important so that it can be implemented properly); (2) input criteria (resources like
space, time, financing that need to be present for successful implementation; (3) process
criteria (crucial elements of the program’s activities); (4) target group criteria (features
that members of the target group need to have so that they are able to profit from the
program). In a first step list all criteria that come to mind. Structure the output in a table
with the main categories in rows, and criteria and indicators in columns.

Angewandt auf verschiedene Kurzbeschreibungen des Bundesprogramms Demokratie leben! 2°
brachte eine deutschsprachige Ubersetzung dieses Prompts teils weniger zielgenaue Ergebnisse,
was aber auch mit Kiirze und Qualitat der Beschreibungen zu tun haben kénnte. Insgesamt haben
aber auch hier die Ergebnisse zweifelsfrei das Potenzial, ein wertvoller Input in der Konzeptions-
phase zu sein.

4.5 Berichterstattung und Nutzungsforderung
4.5.1 Verschriftlichen von Befunden

Im Rahmen der Berichterstattung werden tabellarische und graphische Ergebnisdarstellungen
meist narrativ in ihren wichtigsten Aussagen zusammengefasst, bevor eine Interpretation und
Bewertung erfolgt. Solche narrativen Beschreibungen kénnen grundséatzlich von LLMs vorgenom-
men werden (Ferretti 2023; McConnachie 2023). Tatsachlich waren zum Beispiel ChatGPT (GPT
40) und Claude (3.5 Sonnet) im Test mit einem relativ kurzen Prompt wie ,Verschriftliche die
wichtigsten Ergebnisse der folgenden Ergebnistabelle in 50 Worten" auch ohne vorherige Erlau-
terungen dazu in der Lage, in einer einfachen Ergebnistabelle mit Mittelwerten, Standardabwei-
chungen und Fallzahlen die auffalligsten Werte zu identifizieren, textlich wiederzugeben und, auf
Nachfrage, auch die Standardabweichung inhaltlich zu beriicksichtigen. Selbst die im Anschluss
erbetenen Folgerungen fiir die Praxis waren im erprobten Inhaltsgebiet (praferierte Lernmedien
fur die Fortbildung) plausibel und interpretierten selbst die Varianz der Daten inhaltlich korrekt.
Die produzierten Texte trafen dabei im Ton sehr genau die typische ,Berichtsprosa®“, die diese
Textsorte auszeichnet. Natirlich diirften auch hier die Ergebnisse kontextabhangig unterschied-

% https://www.demokratie-leben.de/.
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lich anschlussféhig sein. Als Vorlage kdnnen sie aber durchaus zum Beispiel der Vorarbeit einer
wissenschaftlichen Hilfskraft ebenbiirtig sein.

4.5.2 Verwendungs- und zielgruppenspezifische Berichtsvarianten

In vielen Evaluationen gibt es nur eine Version der Berichterstattung, die nicht danach unterschei-
det, dass es unterschiedliche Zielgruppen der Berichterstattung mit unterschiedlichen Rezepti-
onspraferenzen und Informationsbedarfen gibt. Aus der nutzungsfokussierten Evaluation ergibt
sich aber die Forderung, dass Ergebnisse moglichst zielgruppenspezifisch aufbereitet werden
sollten (Patton 2008). Ein relativ hdufig geduerter Gedanke ist daher, Varianten eines Evalua-
tionsberichts mit Hilfe von Kl erstellen zu lassen. Oft ist dabei nur eine Zusammenfassung fiir
Abstracts oder Executive Summaries angedacht (Head et al. 2023; McConnachie 2023; Raimon-
do/Ziulu/et al. 2023). In Evaluationen gibt es aber meist mehrere unterschiedliche Gruppen, die
ihre Ergebnisse nutzen konnen oder sollen. Sie kdnnen verschiedene Praferenzen hinsichtlich
der Berichtsform, -sprache und -ausfiihrlichkeit aufweisen. So ware etwa an getrennte Berichts-
varianten fiir Programmpersonal und -management zu denken oder fiir jugendliche oder kognitiv
beeintrachtigte Stakeholder in vereinfachter Sprache. Entsprechende Uberarbeitungen eines Aus-
gangstexts konnen generische LLMs wie ChatGPT vornehmen, es gibt aber auch auf redaktionel-
le Aufgaben spezialisierte Anwendungen wie zum Beispiel Deepl Write.?” Auch die automatisierte
Kl-gestiitzte Ubersetzung von Berichten in andere Sprachen féllt formal gesehen unter diese An-
wendungsvariante.

4.5.3 Visualisierungen und illustrierende Begleitmedien

LLMs konnen urspriinglich nur mit sprachlichen Daten umgehen und nur per Textausgabe ant-
worten. Dass sie auf Umwegen dazu gebracht werden kdnnen beziehungsweise inzwischen per
advanced data analysis um die Fahigkeit erweitert wurden, auch nicht-textliche Ausgaben zu pro-
duzieren, wurde schon verschiedentlich erwahnt (vgl. 2.4.5, 4.2.3, 4.4.5). In ChatGPT zum Beispiel
sind die Moglichkeiten derzeit (November 2024) auf das beschrankt, was die vom System selbst
genutzte Programmiersprache Python leisten kann. Ergebnisse sind zwar schnell zu generieren,
wirken bisher aber selten direkt publikationsfertig. Solange nicht die zu visualisierenden Ergeb-
nisse ohnehin in der KI-Anwendung erstellt wurden, stellen diese Moglichkeiten aber keinen Mehr-
wert gegeniiber der Nutzung dezidierter Visualisierungssoftware oder von Ausgaben der verwen-
deten Auswertungssoftware dar.

Ein anderer Fall ist die ganzliche Neuschopfung von visuellen Medieninhalten durch generative
KI. Relativ verbreitet ist etwa die Anwendung Midjourney (Midjourney, Inc. 2024), eine Aufzahlung
ist hier aber besonders miBig, da nicht nur eine dynamische Vielzahl anderer Alternativen exis-
tiert (vgl. Lin et al. 2024), sondern auch hier der Trend zur Einbettung (vgl. 2.4.6) dazu fiihrt, dass
entsprechende Funktionen bereits jetzt in vielen anderen Applikationen wie zum Beispiel Grafik-
software verfligbar sind. Die Mdglichkeiten zur Bildgenerierung per Prompt sind beeindruckend

27 https://www.deepl.com/en/write.
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und waren vermutlich in der jlingeren 6ffentlichen Debatte neben den LLMs die am meisten rezi-
pierte Anwendungsvariante, auch aufgrund der Potenziale zur missbrauchlichen Nutzung durch
sogenannte deep fakes. Im Kontext Evaluation stellen sie allerdings ein Potenzial dar, das seine
sinnstiftende Anwendung noch ein wenig suchen muss. Natiirlich bietet es sich im Bemiihen
um innovative Berichtsformen (vgl. Hutchinson 2017) an, zum Beispiel Prasentationen um Kl-ge-
nerierte Begleitillustrationen zu erganzen. Der zu erreichende Mehrwert erscheint aber begrenzt,
abgesehen davon, dass den Bildern ihre Provenienz oft anzusehen ist und sich daraus Abnut-
zungseffekte ergeben.

Einen Schritt weiter gehen Kl-generierte Videos, fiir die ebenfalls eine zunehmende Vielfalt von
Applikationen existiert, unter anderem wiederum als Plug In fiir ChatGPT 4o (Video GPT). Auch
hier lieRen sich mit einer gewissen Kreativitdat Anwendungen im Evaluationsbereich denken. Ne-
ben der Berichterstattung konnten auch andere Phasen der Evaluation in Betracht kommen, bei
denen asynchron mit Zielgruppen kommuniziert wird, beispielsweise wenn um die Mitwirkungs-
bereitschaft von Stakeholdern geworben werden soll. Hier ist aber anzunehmen, dass real produ-
zierte Videos immer authentischer wirken, so dass Anwendungen, die iiber reine Machbarkeits-
demonstrationen hinausgehen, sich derzeit noch nicht andeuten.

4.6 Fortlaufende und iibergeordnete Aufgaben in der Evaluation
4.6.1 Automatisierung von Riickmeldungen in Evaluationssystemen

Anders als Programmevaluationen, die an den beschrankten Lebenszyklus von MaRnahmen ge-
koppelt sind und meist in Auftragskonstellationen extern bearbeitet werden, sind Evaluationssys-
teme nach Leeuw und Furubo (2008) iiberdauernd angelegte Prozesse und Strukturen, in denen
Evaluationsaktivitaten durch dafiir zustandiges Personal zyklisch durchgefiihrt und an intendier-
te Nutzende riickgekoppelt werden. Die Autoren selbst fokussieren dabei vorwiegend im Zuge
des New Public Management eingefiihrte Monitoring-, Auditing- und Akkreditierungssysteme auf
nationaler und EU-Ebene, aber auch organisationsinterne Evaluationssysteme wie zum Beispiel
zur Lehrveranstaltungsevaluation in Hochschulen oder in der Weiterbildung und &hnliche interne
MaRnahmen zur kontinuierlichen Qualitatssicherung fallen darunter. Sowohl die dabei fokussier-
ten Evaluationsgegenstande als auch die darauf bezogenen Evaluationsprozesse und -instrumen-
te weisen relativ wenig Variabilitdt auf. Dies wirft die Frage auf, inwiefern dabei zumindest Teil-
aktivitaten Kl-unterstiitzt erfolgen kdnnen, vor allem wenn man bedenkt, dass die entsprechenden
Prozesse ohnehin oft schon stark standardisiert und auch automatisiert erfolgen (Nielsen 2023).

Potenzial bestiinde hier vor allem bei einer individualisierten Riickmeldung, denn systemiiber-
greifend ist die umfassende Nutzung der in Evaluationssystemen generierten Ergebnisse eine
Herausforderung. Sluzalek et al. (2016) etwa haben ein Online-System entwickelt, dass Hoch-
schullehrende zu einer aktiveren Auseinandersetzung und Ableitung von Konsequenzen aus den
Ergebnissen ihrer Lehrveranstaltungsevaluation anregen soll. KI-Technologien vor allem aus dem
Bereich NLP waren grundsatzlich in der Lage, diese Riickmeldung noch starker zu individualisie-
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ren und dabei auch qualitative Daten einflieBen zu lassen. Dies zeigen Arbeiten aus padagogi-
schen Bereichen, wo Bauer et al. (2023) sowie Ninaus und Sailer (2022) theoretisch-konzeptionel-
le Arbeiten und Xu et al. (2023) ein konkretes Beispiel fiir automatisiertes und individualisiertes
Feedback in Lernprozessen vorgelegt haben. Die Arbeiten sollten grundsatzlich auch auf Riick-
meldungen in Evaluationssystemen (ibertragbar sein. Verbindet man diese Uberlegungen mit
den oben diskutierten Mdglichkeiten von Kl-unterstiitzter Sprachsynthese und Videogenerierung,
scheinen personalisierte Riickmeldeassistenten technisch nicht in weiter Ferne, auch wenn der
Gedanke uns derzeit noch fremd erscheinen mag und die Hypothese noch zu priifen ware, dass
sie zu einer intensiveren Evaluationsnutzung beitragen kénnen.

4.6.2 Wissensmanagement und Projektmanagement

Wissensmanagement und Projektmanagement sind keine evaluationsspezifischen Aufgaben,
aber dennoch zentral vor allem bei groBeren und langerfristigen Evaluationsvorhaben und fiir die
interne Organisation von Evaluationsinstituten (DeGEval — Gesellschaft fiir Evaluation 2008; Hen-
se/Mandl| 2011). Beide wirken in viele Teilprozesse und Organisationsbereiche hinein und haben
daher viele Anknipfungspunkte fiir KI-Unterstiitzung. Im Kontext Evaluation finden sich bisher
noch kaum dokumentierte Anwendungsbeispiele oder diesbeziigliche Diskussionen. Zumindest
fiir das interne Wissensmanagement (vgl. Hense/Mandl 2011) sind aber Anwendungspotenziale
zu erwarten, da KI-Technologien wie NLP und ML es erleichtern, umfassende und wenig geordne-
te Wissensbestande systematisch zu strukturieren und problembezogen auszuwerten (Anshari
et al. 2023). Auf das Wissensmanagement spezialisierte Anwendungen werden allerdings fiir
die wenigsten Evaluationsinstitute interessant sein. Eher zu erwarten ist, dass Systeme fiir das
Datenmanagement vor allem im Monitoring um entsprechende KI-Funktionalitaten erweitert wer-
den. Ramirez (2024) schildert einen konkreten Fall eines Systems fiir Monitoring, Evaluation, and
Learning (MEL), das unterschiedlichste Datenquellen, Medienformate und Sekundérdaten sam-
melt und Kl-gestiitzte Auswertungen (iber das Material erlaubt, die sich an der Programmtheorie
(vgl. 4.2.2) des evaluierten Programms orientieren.

Jenseits solcher Spezialanwendungen werden aktuell aber KI-Funktionalitdten umfassend in Be-
triebssysteme (Apple Inc. 2024) und Office-Suiten (Microsoft Corporation 2024) integriert (vgl.
2.4.6). Dies hat grundsatzlich das Potenzial, wichtige Wissensmanagementfunktionen zu erleich-
tern wie zum Beispiel automatische Verschlagwortung, Herstellen von Querbeziigen oder struk-
turierte Informationsextraktion liber heterogene Datenbestande wie E-Mail, Chatverlaufe, Video-
konferenzen und Dokumentenablage hinweg. Dieser Trend konnte also deutlich einflussreicher
auf die Evaluationstatigkeit werden als spezialisierte Applikationen — vorausgesetzt, die jeweilige
Implementierung erfiillt die bisherigen Versprechungen der Softwareindustrie.

Auch im Kontext Projekt- und Innovationsmanagement ist Kl ein wichtiges Thema und wird vor
allem in der Softwareentwicklung und anderen technischen Anwendungsfeldern bereits umfas-
send zum Beispiel fiir Projektplanentwicklung, Workflowmanagement, Prozessiiberwachung und
Entscheidungsunterstiitzung eingesetzt (Broekhuizen et al. 2023; Crawford et al. 2023; Taboada
et al. 2023). Da in diesen Bereichen Projekte und Prozesse in der Regel starker standardisiert und
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vorstrukturiert sind, als es im Evaluationsbereich {blich ist, bleibt abzuwarten, inwiefern entspre-
chende Einsatzformen und darauf spezialisierte Werkzeuge (ibertragbar sind.

4.6.3 Selbstgesteuerte Weiterbildung und Capacity Development

Der Aufbau und die fortlaufende Weiterentwicklung von Evaluationskompetenzen ist eine wich-
tige Anforderung fiir die professionelle Evaluation (DeGEval — Gesellschaft fiir Evaluation 2008;
2024). Da LLMs bereits in vielfaltiger Weise in padagogischen Kontexten allgemein und in der
Bildung Erwachsener im Besonderen zum Einsatz kommen (Chan/Colloton 2024; Lin 2024), stellt
sich die Frage, welche Potenziale Kl vor allem fiir das Lernen von evaluationsrelevanten Kompe-
tenzen bietet (Tilton et al. 2023).

Denkt man dabei an eine enzyklopadische Nutzung von LLMs als Wissensressource ist ihre sys-
temimmanente Neigung zum Fiillen von Wissensliicken durch Halluzinieren (vgl. 2.4.2) und die
starke Kontextabhangigkeit der Wissensbestande von LLMs (vgl. 5.2.3) zu beachten. Evaluations-
relevantes Wissen umfasst diesbezliglich ein breites Spektrum und ist daher unterschiedlich ver-
lasslich in den Modellen vertreten. Allgemeine Fragen zum Beispiel zu Aspekten der empirischen
Sozialforschung werden oft sehr genau und auch verstandlich beantwortet, Detailfragen zum
Beispiel zu konkreten Evaluationsansatzen oder wichtigen Personen der Evaluationsgeschichte
dagegen sind viel anfalliger gegeniiber falschen, unvollstandigen und irrefiihrenden Resultaten,
die die Gefahr des Aufbaus von Fehlkonzepten mit sich bringen. Dennoch sollte das Potenzial
fiir Lernzwecke hier nicht unterschéatzt werden, solange ein Bewusstsein fiir die Probleme und
Limitierungen der verwendeten Kl-Modelle besteht. Dies gilt vor allem, wenn LLMs nicht als all-
wissende Expertisesysteme missverstanden, sondern eher in einer Rolle als Coach und reflektie-
rendes Gegeniiber eingesetzt werden, wie in Kapitel 4.1.5 beschrieben. Das Problem selektiver
Wissenslicken in Spezialgebieten kann dariiber hinaus durch Nachtrainieren der Modelle mit be-
reitgestellten Wissensressourcen adressiert werden (vgl. 2.4.7). Im einfachsten Fall konnte dies
bereits durch Hochladen eines Lehrbuchs im PDF-Format erfolgen (vgl. 4.1.2). Tilton et al. (2023)
beschreiben eine konkrete Anwendung, bei der sie entsprechende Custom Al Chatbots erstellten,
die die Rolle von Lehrenden und Mentoren fiir Noviz*innen ibernahmen.

5. Chancen und Risiken des Kl-Einsatzes in Evaluationen

Das vorige Kapitel hat anhand real umgesetzter, simulierter und antizipierter KI-Einséatze, die in der
einschldgigen Fachdiskussion thematisiert werden, verschiedene Mdglichkeiten ausgebreitet, K-
Technologien und KI-Applikationen im Kontext von Evaluationen zur Anwendung zu bringen. Auf
Basis dieser Ubersicht entlang typischer Evaluationsphasen soll hier eine Auseinandersetzung
mit den Chancen und Risiken des Kl-Einsatzes in der Evaluation erfolgen. Malgeblich fiir eine
Bewertung als Chance oder Risiko sind mogliche Einfliisse auf professionelle Standards guter
Evaluation (DeGEval — Gesellschaft fiir Evaluation 2017). Auch wenn dieser Bezug unten nicht im
Einzelnen hergestellt wird, ist davon auszugehen, dass die genannten Chancen grundsatzlich das
Potenzial haben, die Niitzlichkeit, Fairness, Durchfiihrbarkeit und/oder Genauigkeit von Evaluatio-
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nen zu steigern. Umgekehrt stellen die Risiken potenzielle Bedrohungen fiir diese vier Eckpfeiler
guter Evaluation dar (vgl. Rompczyk forthcoming).

5.1 Chancen

Als wichtigste Chance des Einsatzes von Kl wird iiblicherweise die Erwartung einer allgemeinen
Effizienzsteigerung von Arbeitsprozessen genannt. Vor dem Hintergrund der Ubersicht maglicher
Anwendungen von Kl in Kapitel 4 lassen sich einige spezifische Chancen fir ihren Einsatz in
der Evaluation nennen, die zu einer solchen Effizienzsteigerung beitragen kdnnen. Dazu miissen
sie entweder den Aufwand fiir evaluationsrelevante Tatigkeiten reduzieren oder deren Ergebnis-
qualitat verbessern. Daneben lassen sich aber auch qualitative Fortschritte fiir das Feld erken-
nen, die durch KI-Anwendungen ermdoglicht oder erleichtert werden kdnnten. Beide werden hier
ausdriicklich als Potenziale angesehen, deren Erfiillung einerseits gegeniiber méglichen Risiken
abzuwagen ist (vgl. 5.2) und teils von noch andauernden Entwicklungen und zu I6senden Heraus-
forderungen abhangt (vgl. Kapitel 7), die hier im Sinne kritischer Annahmen verstanden werden
konnen. Die genannten Chancen sollten daher nicht als Prognosen oder Anwendungsempfehlun-
gen missverstanden werden (vgl. Empfehlungen Kapitel 6).

5.1.1 Ubernahme von zeitraubenden Routinetitigkeiten

Im Evaluationsprozess gibt es verschiedene Routinetétigkeiten, die ab einer gewissen Erfahrungs-
stufe eine relativ geringe kognitive Auseinandersetzung verlangen. Vor allem die Transkription von
Interviewmaterial kann und wird vermutlich zunehmend Kl-gestiitzt erfolgen. Ein anderes Beispiel
ist das Verschriftlichen von Ergebnissen in Berichtsform, bei dem zum Beispiel Tabellen oder
Grafiken vor ihrer Interpretation narrativ beschrieben werden. KI-Modelle kdnnen relativ druckreife
Vorlagen fir entsprechende Texte produzieren, was ihre Erstellung vereinfachen konnte.

Umgekehrt kdnnte genau diese Tatsache, dass bestimmte Routineaufgaben der Evaluations-
tatigkeit relativ problemlos von der KI wahrgenommen werden kénnen, auch dazu fiihren, die
entsprechenden Routinen zu hinterfragen. Ist ein Evaluationsbericht tatsachlich besser, wenn
zum Beispiel tabellarische Befunde ohne zusatzlichen Erkenntnisgewinn noch einmal narrativ
beschrieben werden, oder handelt es sich dabei eher um ein verzichtbares Berichtsritual? Die ent-
sprechende Antwort fillt vielleicht noch deutlicher aus, wenn man bedenkt, dass eine solche Be-
schreibung auch bei Bedarf per KI-Funktion im PDF-Dokumentenbetrachter?® ad hoc angefordert
werden kann.

5.1.2 Uberpriifung und Verbesserung von Evaluationsprodukten
Die zuvor genannte Kontrolle kann im weitesten Sinne auf alle in einer Evaluation erstellten Er-
gebnisse bezogen werden. Angefangen bei Angebot und Evaluationskonzept bis hin zum Ab-

schlussbericht konnen Dokumente in verschiedener Hinsicht zum Beispiel auf sprachliche Kon-

% https://helpx.adobe.com/acrobat/using/generative-ai.html.
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sistenz, Koharenz, Vollstandigkeit oder Verstandlichkeit gepriift werden. Im Prinzip stellt die KiI
bei solchen redaktionellen Anwendungen ein weiteres Augenpaar zur Verfiigung, das wie eine
Schreibassistenz oder Redaktion Evaluationsprodukte gezielt hinsichtlich vorgegebener Kriterien
durchsehen kann.

5.1.3 VergroBerung der Datenbasis sowie erleichterte und objektivere Auswertung bei
qualitativen Erhebungen

Wahrend bei quantitativen Daten die Anzahl der einzubeziehenden Fille allenfalls bei Stichpro-
benakquise, Datenerhebung und -aufbereitung einen zuséatzlichen Aufwand mit sich bringt, steigt
bei qualitativen Daten der Aufwand fiir die Auswertung mehr oder weniger linear mit deren Um-
fang. NaturgemaR ist daher bei der Erstellung von Evaluationskonzepten oft eine schmerzhafte
Abwagung zwischen den Informationsbedirfnissen der intendierten Nutzenden, dem angestreb-
ten Erkenntnisniveau und dem praktisch Leistbaren vorzunehmen. KI-Anwendungen versprechen
hier nicht nur eine bedeutsame Effizienzsteigerung bei der Sichtung, Aufbereitung und Auswer-
tung von Textdaten bis hin zur Sentimentanalyse, sondern auch bei der Erhebung von Daten.
Wahrend in vielen Evaluationskontexten Interviews heute nur fir relativ kleine Stichproben der
relevanten Grundgesamtheit realisiert werden, kénnte Kl — natiirlich unter Berlicksichtigung des
Gebots zur Datensparsamkeit — dazu beitragen, die Stichproben- und Repréasentativitatsliicke zu
quantitativen Datenerhebungen zu verkleinern oder gar zu schlielen.

Gleichzeitig birgt Kl grundsétzlich die Chance, qualitative Datenauswertungen vom Verdacht ei-
ner gegeniiber der quantitativen Datenanalyse groBeren Subjektivitdt zu befreien. Ihm hat sie
sich selbst unter Anwendung der griindlichsten Auswertungsverfahren und Kontrollmechanis-
men grundsatzlich zu erwehren, da dabei immer nur wenige Personen mit ihren idiosynkratischen
Erfahrungshintergriinden und Interpretationsmustern beteiligt sind. Eine starker automatisierte
Auswertung konnte selbstverstandlich niemals Fehlerfreiheit garantieren, grundsatzlich aber zu-
mindest die Probleme Replizierbarkeit und Subjektabhangigkeit |6sen. Elementare und bisher im
Falle generischer LLMs nicht gegebene Bedingung dafiir ware aber, dass basale Probleme wie Zu-
verlédssigkeit, Anfalligkeit gegeniiber Biases und Kontextabhéngigkeit (vgl. 5.2.1, 5.2.2 und 5.2.3)
hinreichend gelost werden.

5.1.4 Kontrolle von Ergebnissen

KI-Modelle konnen fiir viele Formen der Datenauswertung die Rolle eines weiteren ,Augenpaars”
Gibernehmen und konventionell erstellte Ergebnisse iiberpriifen. Wenn gefundene Fehler anschlie-
Rend noch einmal von Menschen gesichtet werden, kann dadurch die Ergebnisqualitat potenziell
verbessert, aber selbst bei Fehlleistungen der Kl nicht verschlechtert werden. Analog konnte Ki
beim Bestimmen der Interrater-Reliabilitdt genutzt werden, um diese auf eine breitere Basis zu
stellen als es mit menschlichen Ressourcen moglich ware.
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5.1.5 Aufwertung der explorativen Datenanalyse

Evaluationen werden oft dafir kritisiert, in relativ starren Design- und Auswertungsritualen ver-
fangen zu sein (Schwarz 2006). Besonders gilt dies fiir Erhebungen in Evaluationssystemen, bei
denen Datenerhebungen relativ standardisiert und zyklisch erfolgen. In Forschungskontexten
wird schon lange mehr Aufmerksamkeit fiir die explorative Datenanalyse (vgl. Tukey 1977; 1992)
gefordert, die auch Unerwartetes zutage fordert und den Blick auf die Daten nicht von vorneher-
ein durch vorgefasste Hypothesen und ,mindless statistics” (Gigerenzer 2004) verengt. Die Kon-
versationskomponente von Chatbots 6ffnet hier ein niederschwelliges Angebot zum unverbind-
lichen ,Spielen” mit Daten. An qualitative Daten kdnnen ad hoc Anfragen gerichtet werden oder
nach Datenpunkten gesucht werden, die unerwartet sind oder aus dem Muster fallen. Durch die
Integration von LLMs mit extern delegierten Auswertungen (vgl. 2.4.5) kann dies grundsétzlich
auch mit quantitativen Daten erleichtert werden. Weitergehende Mdglichkeiten zum Entdecken
nicht offensichtlicher Muster (iber LLMs hinaus bieten DM- und TM-Technologien. Die Folge von
fehlerhaften Analysen wére bei einem entsprechenden Einsatz relativ gering, da der Einsatzzweck
eher hypothesengenerierend als -bestatigend ist.

5.1.6 Analyse nicht antizipierter Wirkungen

Die oben genannten Mdglichkeiten zur explorativen Datenanalyse konnten vor allem fiir die Suche
nach Programmeffekten genutzt werden, mit deren Eintreten nicht gerechnet wurde. Sie werden
in der Literatur oft ,nicht intendiert” genannt, obwohl ,nicht antizipiert” hier genauer ist (Widmer/
Rocchi 2012). In jedem Fall wird haufig beklagt, dass Wirkungen auRerhalb des Zielbereichs von
Programmen in vielen Evaluationen zu wenig Beachtung finden (Bamberger et al. 2016; Jabeen
2016). KI-Anwendungen konnten hier einerseits explizit genutzt werden, indem nach Wirkungen
Uber die intendierten Outcomes hinaus gefragt wird, oder implizit, indem man Wirkungen allge-
mein identifizieren lasst und diese mit der Liste intendierter Wirkungen abgleicht. Vor allem im
ersteren Fall wird es dabei Absicherungen gegen erfundene Ergebnisse (,Halluzinationen®, vgl.
2.4.2) bendtigen, die durch entsprechende Prompts provoziert werden kdnnen.

5.1.7 Nutzung von ungenutzten Daten

Obwohl es aus naheliegenden Griinden schwer ist, dariiber objektive Informationen zu erhalten,
liegt die Vermutung nahe, dass vor allem in gréeren Evaluationsprojekten substanzielle Anteile
von Daten nicht umfassend ausgewertet werden. Vor allem, wenn Daten (iber |langere Zeitraume
akkumuliert werden, erlauben es die entstehenden Datenbestande unter Umstanden, auch Frage-
stellungen zu bearbeiten, die liber das urspriinglich Fokussierte hinausgehen. Die Fahigkeit, per
Kl und vor allem DM- und TM-Verfahren grolle Datensétze mit wenig Aufwand zu bearbeiten,
verspricht insbesondere Zugange zu libergeordneten Fragestellungen, die sich auch auf iber-
geordneter Aggregatebene ergeben kdnnen, zum Beispiel liber die vielen Einzelprojekte grolRerer
Programme hinweg.

47



PrEYA]

5.1.8 Nutzungspotenziale von Wirkungsmodellen besser ausschopfen

Wirkungsmodelle sind in den vergangenen Jahren ein ubiquitéres Instrument der Evaluation ge-
worden (Hense/Taut 2021). In der Praxis beschranken sie sich aber trotz einer haufigen Bezeich-
nung als ,Programmtheorie” oft auf relativ theoriearme oder nicht immer plausible Ablauflogiken,
die bei genauem Hinsehen einen geringen Erklarungswert fiir das Zustandekommen von Pro-
grammwirkungen aufweisen (Coryn et al. 2011; Davidson 2006; Lemire et al. 2019). Die Praxis
ihres Einsatzes bleibt demensprechend haufig hinter den Moglichkeiten zuriick (Hense 2025c).
Tatsdchlich konnten LLMs bei der Entwicklung oder Verfeinerung von Wirkungsmodellen eine
wichtige Stiitze primar in inhaltlicher Hinsicht, aber auch bei deren Visualisierung sein. Vor allem,
wenn im Gegenstandsbereich wesentliches Inhaltswissen in das Training des KI-Modells einge-
flossen ist, verfiigt es (ber ein groRes ,Querschnittswissen”, das genutzt werden kann, um Wir-
kungsmodelle zu vervollstandigen oder zu (iberpriifen. Besonders interessant ist dariiber hinaus
die Moglichkeit, die in textlichen Programmbeschreibungen oft implizit enthaltenen Wirkungs-
annahmen extrahieren und strukturieren zu lassen, sowie nach implizit oder explizit enthaltenen
Wirkungszusammenhéangen zu suchen. Auch das Erganzen beziehungsweise Ersetzen ,kleiner”
Theorien der Praxis um ,groRe” sozialwissenschaftliche Theorien (vgl. Lipsey 1993) kdnnte durch
LLMs gestiitzt werden, wenn diese entsprechend trainiert wurden.

5.1.9 Erleichterung der Beriicksichtigung von Implementierungstreue

Implementierungstreue ist ein in vielen Evaluationen vernachlédssigter Aspekt, da sich sowohl fiir
formative als auch summative Schliisse liber einen Gegenstand kaum valide Auskunft geben
lasst, wenn unbekannt ist, inwiefern dessen Umsetzung dem urspriinglich Geplanten entsprach
(Century et al. 2010; Hill/Erickson 2019). Die Bestimmung der Diskrepanz zwischen Planung und
Umsetzung ist allerdings sowohl im Hinblick auf Bestimmung und Operationalisierung der zu be-
riicksichtigenden Kriterien als auch hinsichtlich der erforderlichen zusatzlichen Datenerhebungen
und -auswertungen oft nicht trivial (Hense 2025b). Auch die Tatsache, dass dabei meist hetero-
gene Datenquellen verkniipft werden missen, erklart vielleicht zum Teil, warum diese Aufgabe oft
eher stiefmiitterlich behandelt wird. Kl-gestiitzte Verfahren bieten hier eine reizvolle Alternative
fir MaBnahmen, deren Implementation relativ genau beschrieben ist, sodass ein Abgleich dieser
LVorlage” mit Prozessdaten erfolgen kann, die die Umsetzung dokumentieren.

5.1.10 Simulation des ,Normalfalls” und Antizipation des typisch Erwartbaren

Eine oft kritisierte Schwéche von LLMs ist, dass sie als ,stochastische Papageien” (Bender et al.
2021) letztlich nur das wiederkduen kdnnen, was ihnen als Trainingsdaten eingespeist wurde,
was unter anderem zur Reproduktion von Biases (vgl. 5.2.2) beitragen kann. Genau dies kann
aber auch eine Starke darstellen, wenn es darum geht, das typisch Erwartbare zu antizipieren und
szenarienhaft durchzuspielen. Im Evaluationsprozess gibt es immer wieder Entscheidungen, in
denen antizipierte Situationen und Verhaltensweisen eine Rolle spielen kdnnen und die mit Hilfe
von Kl risikoarm durchgespielt werden konnten. Dies betrifft zum Beispiel die Identifikation von
Betroffenengruppen in einem gegebenen Szenario, potenzielle Konflikte im Evaluationsprozess,
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das Antizipieren von Antworten von Datengebenden aus diversen Stakeholdergruppen oder das
Durchspielen von Nutzungsvarianten unterschiedlicher Evaluationsergebnisse. Natiirlich konnen
bei all diesen Varianten im Rahmen des Prompts auch eine Selektion auf Teilausschnitte des
LKenntnishorizonts” des Kl-Modells vorgenommen und typische Reaktionen bestimmter Grup-
pen fokussiert werden, was zum Beispiel bei der Entwicklung eines Interviewleitfadens fiir unter-
schiedliche Zielgruppen genutzt werden kdnnte.

5.1.11 Interaktive Ergebnisnutzung durch intendierte Nutzende

Die klassische Form des Berichtswesens in Evaluationen ist relativ statisch, wenig interaktiv
und ermoglicht den Nutzenden oft kaum, eigene Fragen zum Beispiel zu Detailergebnissen oder
alternativen Datendarstellungen zu beantworten. In kleinem Rahmen erlauben Applikationen wie
ChatPDF (vgl. 4.1.2) bereits jetzt interaktivere Formen der Auseinandersetzung mit Berichten,
indem sich mit dem Text ein ,Gesprich” iiber seine Inhalte fiihren I4sst. Ahnliche Mdglichkeiten
konnten expliziter genutzt werden, indem das verwendete KI-Modell mit Evaluationsergebnis-
sen fiir eine solche Verwendung nachtrainiert wird (vgl. 2.4.7) und ein entsprechendes Interface
fir intendierte Nutzende bereitgestellt wird. Dies konnte vor allem dort vielversprechend sein,
wo auf Ebene der Praxis regelhaft formative Evaluationsdaten durch Stakeholder genutzt wer-
den sollen, die dafiir wenig Kapazitdaten oder Ressourcen haben, wie zum Beispiel im Kontext
der Riickmeldungen zur Veranstaltungsqualitat in padagogischen Kontexten (vgl. 4.6.1). Aber
auch fiir die interessierte Offentlichkeit kénnte so ein wesentlich niedrigschwelligerer Zugang
zu Evaluationsergebnissen geschaffen werden als es bisher der Fall ist. Dies kénnte vor allem
interessant sein, wenn in einem gréBeren Zusammenhang viele Teilevaluationen mit getrennter
Berichterstattung vorliegen.

5.1.12 Berichtsvarianten fiir verschiedene Zielgruppen

Eine weitere Mdglichkeit, um die Ergebnisnutzung zu erleichtern und anzuregen, besteht in fiir
Zielgruppen angepassten Berichten. Anpassungen konnten hier aus einem Basisbericht generiert
werden, indem das sprachliche Niveau, inhaltliche Schwerpunkte oder der Detailgrad an Préfe-
renzen und Voraussetzungen verschiedener Stakeholdergruppen angepasst werden. Vor allem
an das fiir die Programmumsetzung verantwortliche Personal sowie seine Zielgruppen, die beide
oft nur als Datengebende in Evaluationen vorkommen, ware hierbei zu denken. Ebenso kommen
libersetzte Varianten fiir wenig verbreitete Sprachen in Betracht.

5.1.13 Prognose als Komplement zu Diagnose, Analyse, Erklarung und Empfehlung

Zu den herkdmmlichen Aufgaben im Rahmen der Evaluation von Programmen gehoren deren
deskriptive Erfassung, die Analyse und das Erklaren von Wirkungen, das Bewerten des Erreich-
ten und das Abgeben von Handlungsempfehlungen. Auch wenn Handlungsempfehlungen als
Bestandteil von Evaluationsberichten in die Zukunft gerichtet sind, ist die Gesamtperspektive
von Evaluationen immer auf Vergangenes gerichtet, also retrospektiv oder allenfalls synchron
(prozessbegleitend). Untypisch ist dagegen die explizite Prognose erwartbarer oder potenzieller
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Weiterentwicklungen, die eher in die Doméane der Zukunftsforschung (foresight) fallt (Gerhold et
al. 2015). Gerade fiir fundierte Handlungsempfehlungen kénnten aber solche Prognosen eine ge-
wisse Rolle spielen. Jiingst wurde auf die vielen Beriihrungspunkte und moglichen Wechselbezie-
hungen von Evaluation und Zukunftsforschung hingewiesen (Gardner et al. 2024) und in diesem
Kontext auch die mogliche Rolle von KI zum Beispiel bei der Extrapolation von Trends aus grof3en
Datenmengen oder fiir die Antizipation in Szenarien betont (Davies 2024; Leeuw 2020). Beispiele
fur erfolgreich bewertete Anwendungen fiir predictive analytics in sozialen Kontexten finden sich
etwa bei Schwartz et al. (2017) und Nielsen et al. (2017). Auch in der Medizin finden sich bereits
vielfache produktive Anwendungen (Raz et al. 2022). Rehak (2023) zeigt sich dagegen skeptisch
und fiihrt unter anderem erniichternde Erfahrungen im Bereich des predictive policing ins Feld.
Da Tendenzen zur diskriminierenden Fehlprognosen aber als grundsatzlich I6sbare Implementa-
tionsprobleme angesehen werden kénnen, scheint es iiberzogen, eine verantwortungsvolle An-
wendung ganzlich in Frage zu stellen.

5.2 Risiken

Auch die Risiken von KI wurden und werden vor allem in der Offentlichkeit, aber auch in der Li-
teratur umfassend diskutiert. Fairness und Diskriminierung, Urheberrechtsverletzungen, Daten-
schutz, missbrauchliche Nutzung, Nachvollziehbarkeit, Zuverlassigkeit, negative Wirkungen fiir
vulnerable Gruppen sowie soziale und Umweltfolgen gehoren zu den haufigsten Themen der
Diskussion, die sich auf den aktuell verfiigbaren Stand der Technik bezieht (Chui et al. 2023).
Die Kl-Industrie selbst ist sich dieser Problematik durchaus bewusst und versucht, innerhalb der
Systeme entsprechende Gegenmalnahmen zu ergreifen und dadurch Vertrauen zu gewinnen.
So stellt sich beispielsweise die KI-Applikation Claude selbst als ,created [...] to be helpful, harm-
less, and honest” (Anthropic Ireland, Limited 2024, Claude 3.5 Sonnet, 22.08.2024) vor. Dennoch
weisen die Systeme in ihren Nutzungsrichtlinien auf mégliche Risiken hin, um sich abzusichern.
Viele dieser Risiken sind nicht spezifisch fiir einen Einsatz in der Evaluation, hier aber besonders
relevant, wenn durch sie Standards guter Evaluation oder weitergehende ethische Prinzipien ver-
letzt werden (Rompczyk forthcoming).

5.2.1 Mangelnde Zuverlassigkeit und Wissenschaftlichkeit

LLMs sind notorisch bekannt dafiir, Dinge zu erfinden und ins Halluzinieren abzudriften (vgl.
2.4.2), weil sie im eigentlichen Sinne weder faktenbasiert noch vernunftbegabt sind (Kucharavy
2024; Rehak 2023) und dementsprechend auch iiber kein im eigentlichen Sinne metakognitives
Bewusstsein fiir die eigenen Limitierungen verfiigen. Trotz der diesbeziiglichen Verbesserungen
jiingerer Modellgenerationen ist dies bisher ein der Technologie inharentes Problem, das vor al-
lem bei Anwendungen zum Tragen kommt, die korrektes Wissen direkt anfordern oder bei der
Bearbeitung einer Aufgabe voraussetzen (Birhane et al. 2023). Zudem ist bei gdngigen Black Box-
Modellen der Prozess der Ergebnisgenerierung weder nachvollziehbar noch zuverlassig reprodu-
zierbar (vgl. 2.4.3) und auch die Inputs der Modelle, also die in sie eingeflossenen Trainingsdaten,
sind in der Regel nicht genau bekannt. Zusammen fiihrt das zu einer auch mit Erfahrung nur un-
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vollstandig antizipierbaren Kontextabhangigkeit der Ergebnisqualitat (vgl. 5.2.3), vor allem, wenn
die Aufgabenbearbeitung alleine auf den modelleigenen Daten basiert.

Mangelnde Zuverldssigkeit betrifft eine Vielzahl der in Kapitel 4 beschriebenen Anwendungen in
Evaluationskontexten substanziell und impliziert, dass ohne angemessene Kontrolle der KI-Ergeb-
nisse ein hohes Risiko fehlerhafter Ergebnisse in Kauf genommen wird. Bei der Anwendung von
Kl fir Zwecke der Datenerhebung und -auswertung (vgl. 4.3) kann die mangelnde Zuverlassigkeit
direkt das Giitekriterium der Reliabilitdt beziehungsweise Vertrauenswiirdigkeit beeintrachtigen.

Auch die Validitat von erhobenen und empirisch fundierten Daten kann bei der Anwendung von
Kl fur Evaluationszwecke betroffen sein. Azzam (2023) hat verschiedene Aspekte der Validitat
(quantitative Forschungsperspektive) beziehungsweise der Glaubwiirdigkeit und Ubertragbar-
keit (qualitative Perspektive) zwischen Evaluierenden und KI-Modellen verglichen. Auf Basis einer
Sichtung beispielhafter Literaturquellen kommt er zu einem insgesamt duRerst optimistischen
Bild, indem er zumindest im Bereich der quantitativen Forschung bereits einige Dimensionen wie
zum Beispiel externe Validitat global als von der KI erfiillbar ansieht. Da seine Schliisse oft auf
nur einem einzigen Beispiel beruhen, erscheint die von ihm vorgenommene Generalisierung aber
hochst fraglich. Insgesamt ergeben sich aus dem Einsatz von KI vielféltige Herausforderungen
in Bezug auf wissenschaftliche Giitekriterien (Birhane et al. 2023), sodass daraus resultierende
Risiken fiir die Genauigkeit von Evaluationsergebnissen nicht leichtfertig abgetan werden sollten.

5.2.2 Modellinharente Biases

Biases liegen vor, wenn Kl-Modelle systematische Fehler begehen, die zu unfairen Ergebnissen
fiihren (Ferrara 2024). Sie entstehen dadurch, dass KI-Modelle ihr ,Weltwissen” aus den jeweils
fur ihr Training ausgewahlten Datenbesténden, deren Verarbeitung und von Menschen beeinfluss-
ten Modellverfeinerungen gewinnen (vgl. 2.4.2). lhre Ergebnisse konnen einerseits Biases, die in
den Datenbestanden bereits enthalten sind, direkt reproduzieren oder sie eher implizit als Folge
einer einseitigen oder unvollstandigen ,Weltsicht” generieren. Dies dulert sich vor allem immer
dann, wenn ambivalente Daten und Eingaben interpretiert und klassifiziert werden (vgl. 4.4.6).
Vielfache Beispiele, in denen es oft auch zu realen Diskriminierungen und Benachteiligungen in
Bezug auf Hautfarbe, Geschlecht oder Sprache kam, sind dokumentiert (O’Connor/Liu 2024). Sie
entstehen oft nicht allein dadurch, dass das Trainingsmaterial selbst stereotype und diskriminie-
rende Inhalte umfassen kann, sondern auch durch mangelnde Reprasentation von bestimmten
Gruppen in den Daten. Biases stellen also insgesamt eine groRe Gefahr fiir die Genauigkeit und
Zuverlassigkeit von Kl-generierten Ergebnissen dar und sind trotz verschiedener modellinharen-
ter Gegenmalinahmen, die inzwischen zur Anwendung kommen (Ferrara 2024) nicht grundsatz-
lich auszuschlielRen.

Warnungen vor Biases finden sich in fast allen Quellen, die sich mit dem KI-Einsatz in Evaluatio-
nen befassen, und wurden auch bereits direkt adressiert (Head et al. 2023; Reid 2023). Zu ergan-
zen ist allerdings, dass auch menschliche Aufgabenbearbeitungen keineswegs frei von Biases
sind (Marinucci et al. 2023). Das Kl-spezifische Risiko besteht daher vor allem darin, dass einer
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scheinbar neutralen Instanz zu stark vertraut wird (Rehak 2023) und dass aufgrund des Black
Box-Charakters von Kl das Zustandekommen von Biases nicht klar nachvollzogen und attribuiert
werden kann. Anders gesagt, Kl kann genau wie Menschen Vorurteile haben, aber nur Menschen
konnen fiir die daraus resultierenden Folgen zur Verantwortung gezogen werden.

5.2.3 Kontextabhangigkeit der Qualitat von KI-Ergebnissen

Die Qualitat der Ergebnisse von KI-Modellen hangt in hohem Malie von ihrem Trainingsmaterial
ab. Dabei spielt nicht nur die Qualitat des Materials eine Rolle, sondern auch die Quantitat. Denn
regelhafte Muster konnen nur gefunden werden (vgl. 2.1), wenn ausreichend Datenmaterial auf
diese Muster hin ausgewertet werden kann. Dies flihrt zu kontextabhangigen Qualitdtsschwan-
kungen in den Kl-generierten Ergebnissen, wovon einerseits sprachlich-kulturelle Aspekte und
andererseits Wissensdomanen betroffen sind.

Ein Grolteil des Trainingsmaterials bei den gangigen Modellen stammt aus dem Englischen, da-
her liefern Konversationen in dieser Sprache im Zweifel die besten Resultate. Aber auch Deutsch
und andere ,high-resource languages” wie Spanisch und Franzésisch sind substanziell in den
Modellen vertreten und liefern in Vergleichstests nur geringfiigig schlechtere Ergebnisse (Li et
al. 2024). Zum Problem wird sprachliche Reprédsentanz fiir wenig verbreitete Sprachen mit einem
kleineren digitalen Korpus, die bei KI-Modellen vernachléssigt werden (Chinyamakobvu 2023; Li
et al. 2024). Dies konnte vor allem in Evaluationskontexten, bei denen der kulturelle Hintergrund
eine besondere Rolle spielt, zum Problem werden (Raftree 2024).

Das Gleiche gilt fiir Wissensdomanen. Je spezifischer ein Inhaltsbereich ist und je weniger dazu
einschlagiges Schriftgut bei der Modellerstellung eingeflossen ist, desto geringer ist potenziell
die inhaltliche Qualitdt von KI-Ergebnissen und desto groRRer die Gefahr, dass ,Wissensliicken” per
Halluzinieren geschlossen werden. Umgekehrt ist auch der Fall denkbar, dass in einem Wissens-
gebiet Falschinformationen oder Fehler so verbreitet im Trainingsmaterial sind, dass diese auch
vom Modell reproduziert werden (wie es z. B. Kapitel 4.3.2 in Bezug auf die methodische Qualitéat
Kl-generierter Fragebogen unterstellt wurde). Da die Modellerstellenden oft keine Auskunft Gber
die genaue Zusammensetzung der Trainingsdaten geben, ist von Seite der Nutzenden schwer zu
antizipieren, inwiefern solche inhaltlichen Schwéachen bei einem bestimmten Inhaltsgebiet vor-
liegen und die Ergebnisse beeinflussen kdnnen. Es ist beispielsweise nicht selbstverstandlich,
davon auszugehen, dass die inhaltlich sehr gute L6sung beim in Kapitel 4.2.2 beschriebenen
Beispiel der Erstellung eines Logischen Modells auf Basis einer Projektbeschreibung auch in we-
niger gangigen Kontexten in gleicher Qualitat reproduziert wird. Dies gilt zum Beispiel auch fiir die
Extremismuspravention, Demokratieférderung, Vielfaltgestaltung und politische Bildung.

5.2.4 Datenschutzverletzungen und Daten als Rohstoff der Modellentwicklung
Alle Nutzungsformen, bei denen KI-Anwendungen Daten auswerten oder transformieren sollen,

implizieren, dass diese Daten der KI-Anwendung zunachst verfiigbar gemacht werden. Mit Aus-
nahme selbst erstellter oder selbst gehosteter KI-Modelle (vgl. 6.6) bringt das mit sich, dass
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die Daten Dritten zugéanglich gemacht und dadurch Datenschutzfragen relevant werden (Daten-
schutzkonferenz 2024; Wilmer 2023). Dies gilt auch fiir weniger offensichtliche Falle, bei denen
die KI in lokal installierte Anwendungen eingebettet ist (vgl. 2.4.6) oder eine Kl-Anwendung
Aufgaben an andere Dienste delegiert (vgl. 2.4.5). Oft ist es daher schwer nachzuvollziehen,
welche Daten beim KI-Einsatz von wem in welcher Weise transferiert, gespeichert und weiter-
verwendet werden.

Nicht zuletzt, weil die KI-Unternehmen ein grolRes Interesse daran haben, die von den Anwen-
denden bereitgestellten Daten und ihre Prompts und Reaktionen zur Weiterentwicklung der Mo-
delle und das Training neuer Modellgenerationen zu nutzen, und im Modell verarbeitete und
aggregierte sensible Daten oft in (iberraschender Detailtreue reproduziert werden konnen (Bu-
esser 2024; Carlini et al. 2021), ist fiir diese Problematik eine hohe Aufmerksamkeit erforder-
lich. Dies gilt besonders fiir Unternehmen, denen unterstellt werden darf, dass sie europaische
Datenschutzbestimmungen und -bedenken eher als Fortschrittshindernis denn als Mittel zur
Durchsetzung individueller Grundrechte betrachten. Besonders ist also auf die konkreten Nut-
zungsbedingungen zu achten, denen in der Regel zugestimmt werden muss, wo und wie eigene
Daten weiterverarbeitet werden und ob die Datenverarbeitung europdischen beziehungsweise
deutschen Datenschutzbestimmungen unterliegt. Gegebenenfalls muss die Zustimmung von
Datengebenden zur Verarbeitung ihrer Daten durch KI-Anwendungen eingeholt werden (Daten-
schutzkonferenz 2024; Wilmer 2023).

5.2.5 Ungeklarte rechtliche Fragen

Neben dem Datenschutz existieren rund um den KI-Einsatz eine Reihe weiterer rechtlicher Fragen
(Kreutzer/Christiansen 2021; Wilmer 2023), die derzeit umfassend Gegenstand von Regulierungs-
malnahmen auf Ebene der gesetzlichen Rahmenbedingungen sind (German 2024). Im Kontext
Evaluation erscheinen derzeit vor allem Haftungs- und Urheberrechtsfragen relevant.

® Haftungsfragen betreffen Szenarien, in denen in Folge von KI-Ergebnissen Schaden eingetre-
ten ist, z. B. in Form fehlerhafter Evaluationsergebnisse. Da die KI-Modelle im Rahmen ihrer
Nutzungsbedingungen lber mogliche Fehler und Limitierungen aufklaren, sollten Evaluieren-
de im Zweifel damit rechnen, fiir aufgetretene Méangel selbst haftbar zu sein.

e Urheberrechtsfragen betreffen erstens die Nutzung und Weitergabe von KI-Ergebnissen. Da
die Ausgaben und Produkte von KI-Modellen keine personlich-geistigen Schopfungen darstel-
len, kdnnen die Modellanbietenden hier keine Urheberrechte geltend machen. Es stellt sich
aber die Frage, ob sekundar Urheberrechte verletzt werden.

¢ Denn zweitens betreffen Urheberrechtsfragen das von den Modellen verwendete Trainings-
material. Die Anbietenden von LLMs berufen sich zwar auf den sogenannten fair use, wobei
argumentiert wird, dass die Daten nicht in Gdnze, sondern dhnlich wie beim wissenschaft-
lichen Zitieren nur ausschnittsweise wiedergegeben werden. Tatsachlich kommt es aber an-
ders als bei ,traditionelleren” Big Data-Anwendungen bei LLMs zu massiven Urheberrechts-
verletzungen (Dornis/Stober 2024). Sie resultieren daraus, dass geschiitzte Daten wie z. B.
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wissenschaftliche Fachliteratur nicht nur fir die Modellerstellung umfassend kopiert werden,
sondern trotz der algorithmischen Reduktion oft wieder vollstandig oder teilweise aus dem
Modell repliziert und reproduziert werden konnen.

Es ist nicht davon auszugehen, dass sich aus dem letzten Punkt rechtliche Konsequenzen fiir
die Endanwendenden in Evaluationskontexten ergeben. Aus professionsethischer Perspektive
besteht aber das Risiko, dass ein leichtfertiges Ignorieren des massiven ,Datenmissbrauchs”
gangiger LLMs in Konflikt mit dem eigenen professionellen Selbstverstandnis steht, das die Ein-
haltung ethischer Prinzipien und einen verantwortungsvollen Umgang mit Daten betont. Das re-
sultierende Spannungsverhéltnis wird erfahrungsgemafl kaum von einer Nutzung abhalten, ist
aber nicht zu verleugnen.

5.2.6 Missbrauchliche Nutzung von KiI

Wie nahezu jedes andere Instrument kann auch Kl fiir problematische Zwecke missbraucht wer-
den. In Forschungskontexten ist dabei priméar an Félle zu denken, in denen Kl wissenschaftliches
Fehlverhalten erleichtert oder aussichtsreicher macht. Diskutiert wurde dies bisher vor allem in
Bezug auf studentische Plagiate (Kumar et al. 2024) und im Bereich der medizinischen Forschung
(Chen et al. 2024). Mit Blick auf mégliche Tatbestdnde wissenschaftlichen Fehlverhaltens (Deut-
sche Forschungsgemeinschaft e.V. 2024) ist im Kontext Evaluation vor allem an zwei mdgliche
Probleme zu denken.

* Plagiarismus liegt vor, wenn die Kl-generierte Ergebnisse nicht als solche ausgewiesen,
sondern als eigene ausgegeben werden. Einer Studie von Frank et al. (2024) zufolge sind
Menschen kaum in der Lage, entsprechende Text-, Bild- oder Audio-Artefakte zuverlassig als
Kl-generiert zu erkennen. Die automatisierte Erkennung Kl-generierter Inhalte lasst sich als
,Katz-und-Maus-Spiel’ beschreiben (Lin et al. 2024) und ist bis heute nicht zuverlédssig (Chaka
2024; Da Silva Gameiro 2024). Zusammen mit der Tatsache, dass es keine Menschen gibt,
deren Werk direkt plagiiert wird, konnte dies dazu beitragen, die Hemmschwelle fiir Plagiate
auch in Evaluationen zu senken. Bei Ergebnissen, die nicht vollstandig, sondern nur teilweise
oder in wechselnder Bearbeitung von der Kl generiert wurden, entsteht eine Grauzone, bei
der noch unklar ist, ab wann ein Plagiat vorliegt und ab wann der KI-Beitrag in welcher Form
kenntlich gemacht werden muss (Lund et al. 2023). Gleichzeitig besteht auch die umgekehr-
te Gefahr, irrtiimlich des Plagiarismus per Kl beschuldigt zu werden, ein Vorwurf, der weder
leicht zu belegen noch zu entkréften ist (Wolkovich 2024).

e Datenfalschungen waren auch bisher méglich, werden aber durch Kl erheblich vereinfacht.
So sind etwa die neueren Modellversionen wie GPT 40 von OpenAl oder Claude Sonnet 3.5 im
Test miihelos dazu in der Lage, auf dem Umweg lber ad hoc erstellten Python-Programm-
code (vgl. 2.4.5) Datensétze beliebiger GréRe zu generieren, die bestimmten Vorgaben zum
Beispiel hinsichtlich der enthaltenen Variablen und Kennwerte wie Haufigkeiten, Mittelwerten
oder Standardabweichungen entsprechen. Auch Freitext- und Interviewantworten konnten
leicht produziert werden. Ahnlich wie bei plagiierten Inhalten (s. 0.) kann nicht davon ausge-
gangen werden, dass solche Datenféalschungen leicht zu entdecken und nachzuweisen sind,
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vor allem wenn man bedenkt, dass in Evaluationsberichten Ergebnisse meist nur in aggre-
gierter Form berichtet werden.

e Eine dritte Variante der missbrauchlichen Nutzung von Kl in Evaluationskontexten besteht
in deren potenzieller Verwendung zur Umgehung von Anonymisierung oder Pseudonymisie-
rung von Daten (Gadotti et al. 2024). Schon sehr friih wurde gezeigt, wie leicht Big Data-Al-
gorithmen in der Lage sind, mit Hilfe weniger bekannter Datenpunkte einer Person auch in
sehr groRen anonymisierten quantitativen Datensétzen die ihr zugehorigen Félle eindeutig
zu identifizieren und daraus zum Beispiel umfassende Praferenzen bis hin zu politischen
Neigungen zu erschlieBen (Narayanan/Shmatikov 2008). Grundsétzlich kdnnten ML oder
LLMs unter bestimmten Bedingungen auch dazu genutzt werden, anonymisierte Interviewab-
schnitte oder Freitextantworten, die etwa als illustrierende Beispiele in Evaluationsberichten
wiedergegeben sind, den datengebenden Personen zuzuordnen, wenn von diesen ausrei-
chend nicht-anonymisiertes Sprachmaterial verfiigbar ist (Nyffenegger et al. 2024).

5.2.7 Konflikt zwischen Marktdruck und Qualitatsanspriichen

Viele Evaluationen werden unter kompetitiven Marktbedingungen beauftragt und durchgefiihrt,
die Kosten- und oft auch Zeitdruck mit sich bringen (Nielsen et al. 2024). Das Versprechen von
Effizienzgewinnen durch den Kl-Einsatz (vgl. 5.1) kénnte dazu fiihren, dass der KI-Einsatz sich
schneller in der Praxis etabliert als noch offene Fragen in Bezug auf mogliche Auswirkungen auf
die Evaluationsqualitat oder ethische Fragen geklart werden (Raftree 2024). So pladieren Sabarre
et al. (2023) fast schon enthusiastisch dafiir, dass gerade kleinere Evaluationsinstitute die Mog-
lichkeiten von KI-Anwendungen offensiv nutzen sollten, da diese es ermdglichen, mehr mit we-
niger moglich zu machen. Aber auch Grauzonen der missbrauchlichen KI-Nutzung (vgl. 5.2.6)
konnten infolge des Marktdrucks verstarkt auftreten.

Da der Evaluationsmarkt nicht nur im Bereich der Extremismuspravention, Demokratieforde-
rung, Vielfaltgestaltung und politischen Bildung vorwiegend nachfragegetrieben ist (Lemire et al.
2018), wird es in hohem Male auf die Seite der Auftraggebenden ankommen, wie sie eine ver-
mutete Kostenersparnis durch Kl mit eventuell nachteiligen Einfliissen auf die Evaluationsqualit&t
abwagen und dementsprechend die KI-Nutzung nicht nur akzeptieren, sondern eventuell sogar
zunehmend ermuntern.

5.2.8 Uberforderung durch erforderliche Kompetenzen und Ressourcen

Auf den ersten Blick verspricht der KlI-Einsatz Effizienzgewinne, von denen nach Sabarre et al.
(2023) insbesondere kleinere Evaluationsinstitute oder selbststéndige Evaluierende profitieren
konnten. Auf den zweiten Blick erfordert der systematische KI-Einsatz derzeit aber eine Reihe von
Kompetenzen und Ressourcen, die leicht unterschatzt werden (vgl. 6.2.5). Denn die produktive
und qualitatsbewusste KI-Nutzung ldsst sich nicht auf die kurze Eingabe eines Prompts reduzie-
ren, sondern impliziert die Bewertung, Auswabhl, Einrichtung, zweckmaRige Bedienung und Kon-
trolle von geeigneten KI-Anwendungen unter Einhaltung einschlagiger ethischer, rechtlicher und
professionsrelevanter Prinzipien und Standards. Dies erfordert nicht nur entsprechende Kompe-
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tenzen, sondern auch zeitliche Ressourcen zum Beispiel fiir die Beobachtung des dynamischen
Angebotsmarkts, die Einarbeitung fiir spezifische Anwendungen oder die Uberpriifung von Er-
gebnissen. Noch hoher sind die Anforderungen fiir fortgeschrittene Anwendungen, die nicht mit
einem generischen Chatbot zu bearbeiten sind, sondern Kl-Modelle per API nutzen oder selbst
trainieren oder weiterentwickeln. Bedenkt man die meist ohnehin knappen zeitlichen Ressourcen
fur Evaluationstatigkeiten und dass diese bereits jetzt ein umfassendes Kompetenzportfolio in
methodischer und fachlicher Hinsicht erfordern, konnten besonders jene kleineren Akteure auf
dem Evaluationsmarkt, die Sabarre et al. (2023) potenziell als Profiteure sehen, iberfordert wer-
den. Zu denken ist an das haufig zitierte Diktum, dass uns in absehbarer Zeit zwar nicht die Ki
ersetzen wird, aber vielleicht die Menschen, die sie besser nutzen konnen als wir.?° Dies konnte
zur Konzentration und Nivellierung der Angebotslandschaft fiir Evaluationen beitragen, mit inno-
vationshemmenden Folgen fiir das Feld.

5.2.9 Volatilitat des Markts

Der KI-Markt ist in standiger Bewegung. Die Leistungsfahigkeit von Anwendungen nimmt ten-
denziell stéandig zu, aber auch ,Verschlimmbesserungen” sind zu beobachten (vgl. 2.4.5). Neue
KI-Modelle machen den bekannten und etablierten Modellen Konkurrenz. Eine Flut an Spezial-
applikationen versucht, Nutzende fiir Nischenanwendungen zu gewinnen. Etablierte Software-
Anwendungen betten Kl-Funktionalitaten ein, wahrend Kl-Applikationen andere Modelle und
herkdmmliche Softwareprodukte einbetten, beide mit der Absicht, moglichst viel KI-Nutzung im
eigenen Produkt zu ermdglichen und Anwendende an sich zu binden. Andere Applikationen ver-
schwinden schnell wieder vom Markt, wie etwa das von Sabarre et al. (2023) erprobte Tool Ava-
lanche Insights, dessen Entwicklungsfirma aufgekauft wurde.3°

Die aus dieser Dynamik resultierende Volatilitdt macht es derzeit zu einer anspruchsvollen und
zeitraubenden Aufgabe, den Markt zu beobachten und jene Angebote zu identifizieren, die fiir eine
beabsichtigte Anwendung die notwendigen Anspriiche am besten erfiillt. Hinzu kommt das Risiko,
dass Ressourcen, die fiir Einrichtung und Einarbeitung einer Applikation investiert werden miissen,
sich als Fehlinvestition entpuppen, dass Daten zwischen Systemen inkompatibel sind, und weitere
ahnliche Schwierigkeiten, die sich aus der Notwendigkeit einer Systemumstellung ergeben.

Wie bei anderen technologischen Innovationen ist nach der aktuell andauernden ,Sturm-Phase”
mit einer zunehmenden Marktkonzentration, vermutlich unter Einfluss bereits etablierter Konzer-
ne, zu rechnen. Sie wird zulasten anderer Probleme (vgl. 6.4.2) vermutlich das Problem der Vola-
tilitat abschwachen.

2 https://mediendiskurs.online/beitrag/ersetzt-wird-der-der-ki-nicht-nutzt-beitrag-1181/.
% https://www.finsmes.com/2023/07/a-b-acquires-avalanche-insights.html.
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5.2.10 Auswirkungen auf das Beziehungsgefiige in Evaluationen

Allgemeinen Auswirkungen von Kl in Arbeitskontexten sind ein bereits haufig diskutiertes und
untersuchtes Thema (Pereira et al. 2023). Palfinger et al. (2024) fokussieren einen spezifischen
Bereich der Evaluationstatigkeit. In einer duflerst differenzierten und ausfihrlichen Analyse set-
zen sie sich mit moglichen Auswirkungen von Kl auf die Beziehungen von Akteursgruppen in
Evaluationen auseinander. Aus einer systemischen Perspektive betrachten sie Kl nicht allein als
neue Technologie, sondern als ,disruptives Element” (Palfinger et al. 2024: 2), das durch iber-
raschende Potenziale, direkt erzielbare Effizienzsteigerungen und relative Undurchschaubarkeit
gekennzeichnet ist. Vor diesem Hintergrund erdrtern sie mogliche positive und negative Reak-
tionen auf Seiten von Auftraggebenden, Evaluationsinstituten, Evaluierenden und Datengeben-
den beziehungsweise Programmpersonal. Besonders bedenkenswert erscheinen Warnungen vor
moglichen Vertrauensverlusten. Sie konnten auf Seiten der Auftraggebenden resultieren, wenn
Evaluationsergebnisse mit Kl-Unterstiitzung gewonnen wurden, und entsprechende Regulie-
rungsbemiihungen nach sich ziehen (vgl. Project Evident/Technology Association of Grantma-
kers 2023). Bei Datengebenden konnte die Kenntnis des Kl-Einsatzes die Bereitschaft zur Mit-
wirkung bei Erhebungen senken. Auf Evaluationsseite konnten schlieBlich Vertrauenskonflikte
zwischen KI-Nutzenden und Nicht-Nutzenden entstehen.

5.2.11 Tendenz zur Mitte

LTendenz zur Mitte” bezeichnet in der Testtheorie die Neigung von Befragten, die extremen Aus-
pragungen von mehrstufigen Antwortskalen zu vermeiden, wodurch die Varianz von Daten be-
eintrachtigt werden kann. Der Begriff soll hier als Metapher dienen, um die Eigenschaft von KI-
Modellen zu bezeichnen, sich als ,stochastische Papageien” (Bender et al. 2021) grundsétzlich
am typischerweise Erwartbaren zu orientieren (vgl. 2.4.2). Sowohl Interpretationen als auch Aus-
gaben orientieren sich infolgedessen, nur moderiert durch ein per temperature einstellbares Zu-
fallselement, an einem inhaltlichen ,mittleren” Wert in Bezug auf die jeweiligen Trainingsdaten.
Inwiefern dadurch KI-Ergebnisse in Evaluationskontexten negativ beeinflusst werden kodnnten,
hangt vermutlich stark von der jeweiligen Anwendung ab. Raftree (2024) etwa berichtet Befiirch-
tungen, dass bei der Arbeit mit qualitativen Daten inhaltlich wertvolle Einzelmeinungen ausgemit-
telt werden kdnnten.

6. Empfehlungen

Mit Blick auf die moglichen Anwendungsformen von Kl im Evaluationsprozess sowie die dis-
kutierten Chancen und Risiken erscheinen zum gegenwértigen Stand der Entwicklung folgende
Empfehlungen angemessen. Sie richten sich im Zweifel an das Feld der Evaluation allgemein.
Soweit bestimmte Stakeholdergruppen oder Institutionen betroffen sind, wird dies im Text ent-
sprechend verdeutlicht. Zur besseren Strukturierung sind die Empfehlungen in die vier (ibergeord-
neten Themenbereiche (1) Aktive Auseinandersetzung, (2) Kompetente Anwendung, (3) Priifung
von Routinen und Regulierungsbedarfen und (4) Fachliche Perspektive auf KI gegliedert.
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6.1 Aktive Auseinandersetzung

Informierte Entscheidungen sind nur auf Basis hinreichender Informationen und Einblicke mdg-
lich. Aufgrund der Novitat des Themas scheint es geboten, es nicht nur passiv zu verfolgen, son-
dern es sich durch eigene Erfahrungen und Auseinandersetzungen aktiv anzueignen.

6.1.1 Aktive Auseinandersetzung mit den Potenzialen des Kl-Einsatzes

Die Prognose, dass Kl die Evaluationstatigkeit in Zukunft verandern und einen GroRteil der Eva-
luationstétigkeit beeinflussen wird (Mason 2023; Thornton 2023), ist inzwischen {berholt, denn
diese Veranderung ist aktuell bereits im Gange. Dies zeigen nicht zuletzt die vielen Anwendungs-
beispiele und Diskussionen, die Gegenstand der vorigen Kapitel waren. Die obligatorische Emp-
fehlung, dass Evaluationsbeteiligte aller Akteursrollen sich mit den aktuellen Moglichkeiten und
Trends vertraut machen (Leeuw 2024), kann hier also nur wiederholt werden, denn nur so ist eine
begriindbare Entscheidung iiber den eigenen Umgang mit der Technologie zu treffen.

Gelegentlich ist zu beobachten, dass Interessierte sich aufgrund von Fehlleistungen der Modelle
ein vorschnelles Urteil bilden und Kl als bloRen ,Hype” abtun (Cap 2023). Damit bleiben sie aber
auf der ersten Ebene der Bewertung von Technologien stehen, die auf einem oberflachlichen Ein-
druck beruht (Gkinko/Elbanna 2023). Kl erfordert mindestens eine vertiefte Auseinandersetzung,
welche verschiedene Moglichkeiten erprobt und gleichzeitig den Charakter der Technologie nicht
verkennt, indem sie etwa KI-Modelle als reine Wissensspeicher missversteht.

6.1.2 Aktive Auseinandersetzung mit Kl-immanenten Risiken und Limitierungen

Kapitel 5.2 hat eine Reihe mdoglicher Risiken des KI-Einsatzes in Evaluationen diskutiert. Vor allem
jene, die sich direkt auf die Evaluationsqualitdt negativ auswirken kénnen, indem sie Niitzlichkeit,
Durchfiihrbarkeit, Fairness oder Genauigkeit der Evaluation beeintrachtigen (DeGEval - Gesell-
schaft fiir Evaluation 2017), miissen vor allem den Evaluierenden jederzeit vollumfanglich prasent
sein, da sie es sind, die letztlich die Qualitat der Evaluationsergebnisse verantworten miissen.
Zuvorderst gilt das fiir die Risiken in den Bereichen

Datenschutz,
* Biases,

e Zuverlassigkeit und

Kontextabhangigkeit.

Konkret ergibt sich daraus die Forderung, dass Evaluierende entsprechende Mechanismen zur
Absicherung in Arbeitsprozesse mit Kl-Beteiligung integrieren miissen (Rompczyk forthcoming),
um die erforderlichen Standards unter anderem hinsichtlich Rechtssicherheit, Fairness, Zuverlas-
sigkeit, Nachvollziehbarkeit und Giiltigkeit sicherzustellen.
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Daneben sollte bedacht werden, dass Kl eine (ber die Risiken der instrumentellen Nutzung hin-
ausgehende gesellschaftliche Komponente hat, die aufgrund ihres innovativen und dynamischen
Charakters ebenfalls immer mitbedacht werden sollte (vgl. 6.4.2).

6.1.3 Verstandnis fiir KI-Einfliisse und KI-Nutzung auf Gegenstandsebene

Die obige Forderung nach Auseinandersetzung mit Kl speist sich nicht nur aus Motiven auf Eva-
luationsebene und mit Blick auf den instrumentellen Kl-Einsatz in der Evaluation. Es ist davon
auszugehen, dass auch auf Gegenstandsebene, also auf Ebene der evaluierten Mallnahmen,
zunehmend mit KI-Einflissen und KI-Nutzungen zu rechnen ist. Coker (2024) etwa berichtet
Uber den Einsatz von KI-Anwendungen im Kontext sozialer Programme zur Bereitstellung in-
dividualisierter, sprachgesteuerter Beratung oder fiir das MalRschneidern kontextspezifischer
Informationen. Evaluierende benétigen ein Grundverstandnis fir Anwendungen wie diese, um
die entsprechende Praxis sachlich angemessen nachvollziehen, untersuchen und bewerten zu
konnen (Leeuw 2024).

6.2 Kompetente Anwendung

Die Empfehlungen dieses Abschnitts betonen, dass, soweit Kl nach Abwagung der relevanten
Chancen und Risiken zum Einsatz kommt, dies bewusst, kompetent und unter Berlicksichtigung
wichtiger Prinzipien erfolgt.

6.2.1 Wohldosierte Nutzung unter Beriicksichtigung von Risiken, Kosten und Nutzen

Ein unbefangener Einsatz von KI fiir Evaluationszwecke, bei dem wesentliche Zwischen- oder
Endprodukte allein durch die Kl erstellt werden, erscheint in den meisten Fallen nach wie vor
nicht empfehlenswert (vgl. Hense/Rédiker 2023). Dazu existieren noch zu viele Risiken, die nicht
vollumfanglich und fiir jeden Anwendungsfall adressiert werden kénnen (vgl. 5.2). Auch fallt es
schwer, die Nutzung fiir bestimmte Aufgaben im Evaluationsprozess zu prognostizieren, wie es
Mason (2023) versucht. Denn letztlich geht es nicht allein um die Frage, welche Aufgaben KI
libernehmen konnte, sondern mit welcher Qualitat und Zuverléassigkeit die Aufgabenbearbeitung
erfolgt (Thornton 2023).

Solange die Entwicklung noch so dynamisch erfolgt wie derzeit und solange noch nicht ausrei-
chend Erfahrungen mit der neuen Technologie vorliegen, die einen dhnlichen Grad an Vertrauen
begriinden, wie wir ihn anderen Technologien entgegenbringen, sind beim KI-Einsatz dringend
Mechanismen zur Absicherung gegeniiber Fehlern jeder Art zu treffen. Dies impliziert, dass der
Nutzen des Kl-Einsatzes mit den erforderlichen Kosten abzuwdagen ist. Unter diese Kosten fallt
dabei nicht nur der Aufwand zur Sicherstellung der Ergebnisqualitat, sondern auch das angemes-
sene Adressieren von anderen Risiken des Einsatzes bis hin zu Auswirkungen auf das soziale
Evaluationsgefiige (Palfinger et al. 2024).
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Perspektivisch empfiehlt es sich unter diesen Vorzeichen, den Einsatz von KI weniger unter der
Frage der Ersetzbarkeit von Evaluationstatigkeiten zu denken, sondern ahnlich wie es sich schon
in anderen Kontexten etabliert hat (Fan et al. 2023) als Kollaboration im Sinne einer ,hybriden
Intelligenz” (Bouschery et al. 2023), also im Wechselspiel von Mensch und KI, bei der Menschen
aber die letztendliche Verantwortung fiir Ergebnisse beibehalten (Nielsen 2023).

6.2.2 Bewusste Auswahl von KI-Modellen und KI-Applikationen

Auch wenn groRRe Teile der aktuellen Debatte um ChatGPT kreisen und der Trend vermutlich zu
einer immer starkeren Produktkonzentration fiihrt, stehen fiir den KI-Einsatz eine Vielzahl von Mo-
dellen und Applikationen zur Verfiigung. Die groen Modellanbietenden versprechen zwar eine uni-
verselle Anwendbarkeit, gerade bei spezialisierten Anwendungen in der Evaluation sollte aber der
Anspruch sein, das jeweils bestgeeignete Produkt anzuwenden. Denn der vor langer Zeit in einem
ganzlich anderen Kontext gepragte Satz ,all models are wrong; the practical question is how wrong
do they have to be to not be useful” (Box/Draper 1987: 63) ist auch auf KI-Modelle anwendbar.

Erster Gesichtspunkt bei der Auswahl sollten rechtliche und formale Aspekte wie Datenschutz
und Nutzungsbedingungen sein. Eine weitere wichtige Informationsquelle sind die sogenann-
ten ,Model Cards" beziehungsweise ,System Cards" der KI-Modelle.?' Es handelt sich dabei um
technische Dokumente, die unter anderem (liber intendierte Verwendungen, Leistungsfahigkeit,
bekannte Limitationen, Risiken und implementierte Sicherungsmechanismen Auskunft geben.
Einen Vergleich von LLMs erlauben sogenannte Leaderboards,*?bei deren Leistungsmessungen
teils auch menschliche Riickmeldungen zur Ergebnisqualitat einflieBen (,Community-driven Eva-
luation®, Chiang et al. 2024).

Fir spezifische Anwendungen sollten idealerweise auch eigene Vergleichstests vorgenommen
werden. Dabei ist besonders zu beriicksichtigen, dass die Qualitat der Ergebnisse in der Regel
eine Koproduktion von Kl-Applikation und seinen Nutzenden ist (vgl. 2.4.4). Bewertungen sollten
also erst dann vorgenommen werden, wenn klar ist, ob tatsdchlich die Leistungsfahigkeit des
Systems bewertet wird oder die eigene Fahigkeit, es zu bedienen.

6.2.3 Anwendbarkeit lokaler KI-Modelle priifen

Lokal auf dem eigenen Rechner oder innerhalb des eigenen Netzwerks installierte KI-Modelle
haben den Vorteil, dass die verarbeiteten Daten nicht die eigene Institution verlassen und dass
das Modell auf eigene Bedarfe hin ausgewahlt und zugeschnitten werden kann. Dies vermeidet
Datenschutzprobleme, gibt den Anwendenden gréRere Kontrolle iber den Leistungsumfang und
die Ergebnisproduktion und macht die Anwendung unabhéngig von einem stabilen Internetzu-
gang. Bekannt ist vor allem das leicht zu installierende Projekt gpt4all* das mit verschiedenen

81 z. B. https://cdn.openai.com/papers/gpt-4-system-card.pdf oder https://www-cdn.anthropic.com/de8badb01c9ab-
7cbabf5c33b80b7bbc618857627/Model_Card_Claude_3.pdf.

2 z. B. https://Imarena.ai/?leaderboard oder https://artificialanalysis.ai/.

33 https://www.nomic.ai/gpt4all bzw. https://github.com/nomic-ai/gpt4all.
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LLMs arbeiten kann, das Projekt localAl3* ermdglicht auch andere Kl-Funktionalitdten wie die
lokale Bild- und Audiogenerierung oder Spracherkennung. Die frei verfligbaren Modelle kénnen
je nach Anwendung durchaus dhnlich gute Ergebnisse wie die kommerziellen Produkte erzie-
len. Nachteile sind allerdings die Antwortgeschwindigkeit, da alle Berechnungen auf der lokalen,
meist langsameren Hardware erfolgen miissen, und dass neuere Chatbot-Funktionalitaten wie
retrieval augmented generation, advanced data anaysis oder canvas (vgl. 2.4.4 und 2.4.5) hier der-
zeit noch nicht oder nur auf Umwegen verfiigbar sind. Auch fiir malRgeschneiderte Anforderun-
gen steht inzwischen eine Vielzahl von Optionen bereit, die bis hin zur eigenen Berechnung von
Modellen reichen. Sie stellen allerdings oft hohere Anforderungen an Sachkenntnis, Aufwand fir
die Einrichtung, Einarbeitung und nicht zuletzt die lokale Hardware (Schillaci 2024).

6.2.4 Transparente Dokumentation der KI-Nutzung

Aus dem wissenschaftlichen Prinzip der Nachvollziehbarkeit, forschungsethischen Prinzipien
und einschlégigen Evaluationsstandards (DeGEval — Gesellschaft fiir Evaluation 2017) lasst sich
die Forderung ableiten, den KI-Einsatz in Evaluationen so transparent zu dokumentieren, dass der
Einfluss auf das Zustandekommen von Evaluationsergebnissen nachvollziehbar und bewertbar
ist. Fir den Quellennachweis bei der Wiedergabe der Ergebnisse von Chatbots konnen die ent-
sprechenden Empfehlungen der American Psychological Association (APA) herangezogen werden
(McAdoo 2024). Fiir niederschwellige Anwendungen mit hybrider Bearbeitung durch Menschen
und KI muss sich ein Dokumentationsstandard erst noch etablieren. Eine auch in Evaluationen an-
wendbare Orientierung aus forschungsethischer Perspektive geben Hosseini et al. (2023). Dem-
nach sollten Evaluierende in Berichten

* in einem dezidierten Abschnitt Offenlegung der Nutzung Kiinstlicher Intelligenz oder ggf. im Me-
thodenteil die KI-Nutzung konkret beschreiben und die davon betroffenen Textteile benennen,

* in betroffenen Textstellen die Verwendung per Quellenbeleg und Eintrag im Literaturverzeich-
nis referenzieren, und

e die Interaktionen mit LLMs zu Dokumentationszwecken aufzeichnen und als Anhang oder
auf Nachfrage zur Verfligung stellen. Dabei sollten jeweils die das KI-Modell nutzende Per-
son, das konkrete KI-Modell mit Versionsnummer, der Nutzungszeitpunkt und alle Ein- und
Ausgaben vermerkt werden.

Die Zeitschrift fiir Evaluation hat jlingst konkrete Hinweise fir die Dokumentation der KI-Nutzung
in der Manuskriptgestaltung erarbeitet, die auch fiir Evaluationsberichte verwendet werden kon-
nen (Hense 2025a). Eine solche systematische Dokumentation dient nicht nur der Transparenz.
Es sollte auch proaktiv bedacht werden, dass sie gegebenenfalls einen falschlicherweise erhobe-
nen Vorwurf des Plagiarismus mittels Kl entkraften kann (vgl. 5.2.6).

3 https://localai.io/.
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6.2.5 Kompetenzaufbau selbststandig betreiben und organisational ermaglichen

Zur Umsetzung der bisher angesprochenen Empfehlungen sind vor allem auf Seiten von Evalu-
ierenden, aber auch von anderen Evaluationsbeteiligten Kenntnisse, Fertigkeiten und Haltungen
im Bereich der ,Al literacy” (Chan/Colloton 2024; Ng et al. 2023) erforderlich, die bisher nicht
zum einschlagigen Portfolio fiir Evaluationstatigkeiten gehorten (DeGEval — Gesellschaft fiir Eva-
luation 2008; 2024). Die verfiihrerische Leichtigkeit, mit der KI-Chatbots Ergebnisse produzieren,
sollte nicht darliber tduschen, dass das Ausreizen der Potenziale und das Vorbeugen von fehler-
haften Ergebnissen in vielen Fallen auf ein gewisses Verstandnis von Funktionsweise und Leis-
tungsumfang der Modelle sowie Wissen und Erfahrung angewiesen sind (vgl. 2.4.4). Im Sinne
der fortlaufenden Aktualisierung der eigenen Evaluationskompetenzen, die auch aus rein fach-
internen Fortentwicklungen geboten ist, sind Fachpersonen fiir deren Aufbau in erster Linie selbst
verantwortlich. Wie bei anderen spezialisierten Wissensbestanden der Evaluation ist es unrealis-
tisch und nicht erforderlich, dass alle Evaluierenden sich in aller Breite weiterqualifizieren, solange
entsprechende Kompetenzen bei einzelnen Mitgliedern eines Evaluationsteams vorhanden sind
oder extern kooptiert werden kdnnen (Nielsen 2023).

Im Sinne der Professionalisierung der Evaluationstéatigkeit ware es aber wiinschenswert, wenn
Fachgesellschaften, in Deutschland und Osterreich vorrangig die Gesellschaft fiir Evaluation
(DeGEval), dies durch flankierende Angebote kontinuierlich unterstiitzen, wie bereits im Sommer
2023 in Form von Online-Weiterbildungen (Hense/Réadiker 2023) und verschiedenen Sessions
im Rahmen von Jahres- und Friihjahrstagungen geschehen. Organisationen, in denen die Durch-
fihrung von oder der Umgang mit Evaluationen eine wichtige Rolle spielen, sollten ebenfalls
einschlédgige interne Angebote schaffen und den Mitarbeitenden die dafiir notwendigen Res-
sourcen einrdumen.

6.3 Priifung von Routinen und Regulierungsbedarfen

Auch jenseits der operativen Nutzung kann KI Auswirkungen auf verschiedene Aspekte des Eva-
luationsgeschehens haben. Davon konnen konkrete Routinen betroffen sein, die auf mogliche
Konsequenzen hin iberpriift werden sollten, und es kdnnten sich Nachsteuerungsbedarfe ins-
besondere auf organisationaler Ebene ergeben.

6.3.1 Aufmerksamkeit fiir Datenfalschungen

In Evaluationskontexten werden nur selten Falle von Datenfadlschung dokumentiert. Am Beispiel
des ,Atlanta Cheating Scandal” (Hibel/Penn 2020; Saultz et al. 2016) Iasst sich aber demons-
trieren, dass in high-stakes-Kontexten, in denen von Evaluationsergebnissen sehr viel abhangt,
eine Dynamik entstehen kann, die die entsprechende Bereitschaft (in diesem Beispiel mit gut-
meinender Absicht) senkt. Daher scheint es wichtig, zu realisieren, dass Datenfalschungen durch
KI-Anwendungen erheblich erleichtert werden (vgl. 5.2.6). Analog zur 6ffentlichen Debatte, die fiir
Kl-generierte Fake News und deep fakes sensibilisieren will, konnte es geboten sein, innerhalb
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der Evaluation eine Diskussion liber neue Mechanismen zur Kontrolle und Absicherung zu fiihren
(Raftree 2023). Diese sollte allerdings aus evaluationstheoretischer Sicht auch danach fragen,
wie Evaluationen von vorneherein so eingebettet und gestaltet werden konnen, dass Datenfal-
schungen maoglichst gar nicht erst provoziert werden.

6.3.2 Bewusstsein fiir mogliche Bedrohungen der Anonymisierung von Daten

KI-Modelle kénnen es unter bestimmten Bedingungen ermdglichen oder erleichtern, anonymisier-
te oder pseudonymisierte Daten wieder eindeutig einzelnen Datengebenden zuzuordnen (Gadotti
et al. 2024; Nyffenegger et al. 2024). Ein denkbares Szenario wire ein Evaluationsprojekt, in dem
Interviews mit einer Stichprobe von Stakeholdern aus einer begrenzen Grundgesamtheit, zum
Beispiel allen Mitarbeitenden einer Einrichtung, gefiihrt wurden und im Evaluationsbericht exem-
plarische Interviewausschnitte in anonymisierter Form wiedergegeben werden. Vorausgesetzt,
von allen Personen der Grundgesamtheit steht ausreichend vergleichbares textliches Material
zur Verfligung, das personlich zuzuordnen ist, zum Beispiel aus deren organisationsinterner Kom-
munikation oder ihren 6ffentlichen Social Media-Aktivitdaten, konnte dies fiir den Versuch genutzt
werden, per Kl aufgrund von latenten Ahnlichkeiten eine Re-ldentifikation des anonymisierten
Materials vorzunehmen. Natiirlich werden die Erfolgsaussichten stark von Natur und Lange der
anonymisierten Abschnitte, GroRe der Grundgesamtheit, Vergleichbarkeit und Umfang des nicht-
anonymisierten Referenzmaterials sowie der Leistungsfahigkeit des KI-Modells abhdngen. Wie
hoch das entsprechende Risiko also tatsachlich ist, lasst sich kaum pauschal sagen. Dennoch
scheint es besonders in sensiblen Evaluationskonstellationen wichtig, in Zukunft im Blick zu be-
halten, dass es nicht ausreichend sein konnte, nur die Namen von Datengebenden zu entfernen,
um deren Schutz zu garantieren (vgl. 5.2.6).

6.3.3 Regulierung und Vereinbarungen zum Kl-Einsatz in Evaluationen

Auftraggebende Institutionen beginnen, den internen Kl-Einsatz zu regulieren, oder haben dies
bereits getan. Anders als in existierenden Beispielen (Project Evident/Technology Association
of Grantmakers 2023) wére dabei zu empfehlen, den Einsatz in internen und vor allem extern
beauftragten Evaluationen explizit anzusprechen. Auftragnehmende Evaluierende miissen ent-
sprechende organisationale Vorgaben als Rahmenbedingungen ihrer Arbeit ins Auge fassen und
damit rechnen, dass sich daraus Limitierungen fiir ihre eigene KI-Nutzung ergeben kénnten.

Grundsatzlich aber ware die Entwicklung lbergreifender Regelungen im Sinne eines gemeinsa-
men fachlichen Bezugspunkts anzustreben (vgl. European Research Council Executive Agency
2023). In Anlehnung an eine dhnliche Forderung fiir den Bereich der Grundlagenforschung kénn-
ten entsprechende Richtlinien unter anderem folgende Punkte umfassen:

,clear protocols for Al use in data analysis and publication, ensuring transparency and
accountability in Al-assisted research. Implementation of mandatory Al ethics and integ-
rity training for researchers, aimed at fostering an in-depth understanding of potential Al
misuses and promoting ethical research practices” (Chen et al. 2024: 1).
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Eine naheliegende Option zur Umsetzung ware die Erarbeitung von Richtlinien durch Fachgesell-
schaften wie die DeGEval, die aufzeigen, wie beim KI-Einsatz in Evaluationen einschlagige fach-
liche Standards (DeGEval — Gesellschaft fiir Evaluation 2017) beriicksichtigt werden konnen.

6.3.4 Nutzung von Evaluationsprodukten fiir das Training von KI-Modellen regeln

Ein bisher oft (ibersehener, ebenfalls zu regulierender Punkt betrifft die Frage, inwiefern Evalua-
tionsprodukte wie zum Beispiel Abschlussberichte oder Datenanhénge selbst als Trainingsdaten
fir KI-Modelle verwendet werden dirfen. Denn authentisch von Menschen generierte Datenquel-
len erhalten zunehmend den Charakter eines begehrten Rohstoffs (vgl. 7). Eine Nutzung kann zu-
mindest theoretisch durch die Nutzungsbedingungen der veroffentlichenden Webseite reguliert
werden und durch entsprechende Einstellungen des Webservers kann Suchmaschinen die Inde-
xierung von Inhalten untersagt werden. Allerdings stellen diese MalRnahmen keine technischen
Hindernisse fiir eine Nutzung fiir die Modellentwicklung dar und wenn man beriicksichtigt, dass
der fair use 6ffentlicher Kulturwerke durch die Modellerstellenden faktisch bisher nicht besonders
fair war (vgl. 5.2.5), sollte man sich nicht darauf verlassen, dass sie auch in jedem Fall beriick-
sichtigt werden.

Zusatzlich ist zu bedenken, dass bei einer Verarbeitung per KI-Modell bisher etablierte Verfahren
der Anonymisierung oder Pseudonymisierung nicht mehr ausreichen kdnnten. Beispielsweise
konnten exemplarisch wiedergegebene Interviewabschnitte aufgrund sprachlicher Eigenheiten
leichter konkreten Personen zugeordnet werden, wenn von diesen Sprachmaterial aus anderen
Quellen zum Abgleich verfiuigbar ist (vgl. 6.3.1).

6.4 Fachliche Perspektive auf Ki

Die letzten beiden Empfehlungen betreffen weniger die Handlungsebene als die Ebene der Ein-
stellungen und Haltungen, mit denen Fragen der Anwendung kiinstlicher Intelligenz in Evalua-
tionskontexten behandelt und aus deren Perspektive sie beantwortet werden sollten.

6.4.1 Fokus auf Qualitat des Einsatzes, nicht auf Art und Zweck

Der Uberblick in Kapitel 4 hat primar nach Art und Zweck des Kl-Einsatzes in der Evaluation ge-
fragt. Wie dort vorausgeschickt, lasst sich die Angemessenheit des Einsatzes aber nicht pau-
schal nach Anwendungsart und Zweck bewerten. Besonders mit Blick auf die Bewertung von
Chancen und Risiken des Einsatzes ist primar eine qualitative Dimension zu beriicksichtigen. Sie
reprasentiert das Ausmal, in dem bei einer konkreten Anwendung Menschen Einfluss auf das
erstellte Ergebnis haben und wie konkret das Zusammenspiel zwischen Kl und Mensch erfolgt.
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Unterschieden werden sollten demnach Anwendungen, bei denen die Bearbeitung einer Aufgabe

1. in Ganze an die Kl delegiert wird,

2. an die Kl ibergeben wird mit begleitender (interaktive Bearbeitung) oder abschlieRender
menschlicher Kontrolle,

3. durch den Menschen erfolgt und von der Kl unterstiitzt wird, oder
4. durch den Menschen erfolgt und durch die Kl validiert wird.

Erst bei Berlicksichtigung dieser qualitativen Dimension des KI-Einsatzes sind die jeweiligen Chan-
cen und Risiken eines konkreten Einsatzes fiir einen bestimmten Zweck in einer Evaluation zu be-
werten und erst dann lassen sich legitime Aussagen dariiber treffen, ob ein konkreter Kl-Einsatz in
der Evaluation angemessen erscheint. Solange kritische Ergebnisse und Zwischenergebnisse mit
Kl-Beteiligung erstellt werden, erscheint eine Delegation ohne Kontrollmechanismen aufgrund ver-
schiedener Risiken (vgl. 5.2) zum jetzigen Zeitpunkt grundsatzlich problematisch. Auch rechtlich
konnten sich hier weitergehende Implikationen durch neueste Regulierungsbemiihungen der EU
ergeben (vgl. Kapitel 7). Selbst wenn sich in diesen Bereichen noch viel in Bewegung befindet und
manche Hindernisse des Einsatzes in naher Zukunft ausgeraumt werden konnten, muss in jedem
Fall die Beriicksichtigung fachlicher Standards der Evaluation (DeGEval — Gesellschaft fiir Evalua-
tion 2017) auch bei der der Anwendung von Kl das zentrales Priifkriterium bleiben.

6.4.2 Blick fiir gesellschaftliche Bedingungen und Folgen der Ki

Jenseits vom instrumentellen Einsatz von Kl, der wie gezeigt in unterschiedlicher Weise auf die
Evaluationsqualitat wirken kann, gibt es weitreichende Auseinandersetzungen Uber die gesell-
schaftlichen Bedingungen und Folgen von Kl-Technologien. Es ldsst sich daher argumentieren,
dass der Kl-Einsatz (iber das Instrumentelle hinaus immer auch eine politisch-gesellschaftliche
Seite hat. Rehak (2023) nennt dabei unter anderem

e Strukturveranderungen des Arbeitsmarktes,

e ausbeuterische Lieferketten bei der Datenerhebung und -auswertung,

* einseitige Macht- und Produktivitatssteigerung weniger Firmen,

¢ die automatisierte Aneignung und Kommerzialisierung von Online-Kulturwerken,

¢ die Herausbildung globaler Abhéngigkeiten,

e |mplikationen militarischer KI-Nutzung,

* den steigenden Energieverbrauch durch KI-Systeme (vgl. Strubell et al. 2019) und

e einen unreflektierten Einsatz in sensiblen Gesellschaftsbereichen wie etwa der Sicherheits-
politik.
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Dagegen lieRe sich einwenden, dass auch die Nutzung anderer Technologien wie Suchmaschi-
nen, Office-Pakete oder Soziale Medien oft nicht bedachte 6konomische, 6kologische und soziale
Folgekosten hat. Tendenzen zur Ausnutzung monopolahnlicher Marktdominanz, zur Vernachlas-
sigung von Datenschutzfragen, zu Urheberrechtsverletzungen und hoher Ressourcenverbrauch
sind keine Alleinstellungsmerkmale von KlI-Technologien. Und ebenso wie bei etablierten Techno-
logien stehen auch im Bereich der Kl oft Alternativen zu etablierten und kommerziellen Lésungen
zur Verfligung, die Teile dieser Folgen vermeiden oder lindern kdnnen (vgl. 6.2.3). Schon des-
wegen sollten gesellschaftliche Implikationen von Kl nicht nur schulterzuckend als notwendiges
Ubel zur Kenntnis genommen oder gar ganzlich ausgeblendet werden, sondern sind bei der Nut-
zungsentscheidung immer als Hintergrundfaktor auf der Kostenseite mitzudenken.

7. Ausblick

Eine abschlieBende Bewertung von Kl als Werkzeug in Evaluationskontexten abzugeben, ist an
dieser Stelle nicht mdglich. Nicht nur, weil Kl sich als sich sténdig weiterentwickelndes ,moving
target” (Hense/Réadiker 2023: 318) einer Bewertung entzieht, sondern auch, weil sie keinen ab-
grenzbaren Evaluationsgegenstand darstellt. Ebenso wie sich ,Programme der Demokratiefor-
derung’ nicht pauschal als Gesamtheit evaluieren lassen, kann Kl nicht als Ganzes bewertet wer-
den. Eine pauschale Ablehnung oder Trivialisierung erscheint daher genauso unangemessen wie
Euphorie und Hoffnung auf Verbesserungen durch eine Technologie, die an vielen Stellen immer
noch wie eine Losung wirkt, die ihr zu I16sendes Problem erst finden muss.

Bewerten ldsst sich allenfalls der Einsatz einer konkreten Kl-Applikation fiir einen spezifischen
Zweck innerhalb des Evaluationsprozesses auf Basis der zum jeweiligen Zeitpunkt verfiigbaren
state of the art (Montrosse-Moorhead 2023). In diesem Sinne sind die Ergebnisse und Schluss-
folgerungen dieser Expertise als Schnappschuss des aktuellen Entwicklungsstands zu verstehen,
der vermutlich in einigen Punkten Bestand haben, in einigen Punkten der Aktualisierung bediirfen
und in anderen widerlegt werden wird.

Was sich relativ zweifelsfrei feststellen lasst, ist, dass die Evaluation sich genau wie andere Tatig-
keitsfelder in verschiedener Hinsicht durch Kl bereits jetzt verandert und weiter verandern wird.
Soweit sie Prognosen abgibt, teilt der GroRteil der einschldgigen Literatur die Einschatzung von
Nielsen (2023), dass die Frage nicht lautet, ob KI die Evaluationstétigkeit beeinflussen wird, son-
dern wie. Entsprechende Studien aus vergleichbaren Tatigkeitsfeldern zeigen zumindest, dass
Kl derzeit eher eine Umorganisation von Tatigkeiten als den Verlust von Arbeitsplatzen bewirkt
(Milanez 2023). Ahnlich wird auch fiir die Evaluation erwartet, dass der Aufwand fiir Routinetétig-
keiten durch KI-Einfluss sinken kann und entsprechend Kapazitédten fiir andere Tatigkeiten frei
werden (Mason 2023).

Die weitere Entwicklung wird ansonsten malgeblich von einer Reihe von technologischen,

marktbezogenen, rechtlichen, gesellschaftlichen und nicht zuletzt innerfachlichen Entwicklun-
gen abhéangen.
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Auf technologischer Ebene gibt es verschiedene Bemiihungen, die inhdrenten Limitierungen be-
stimmter KI-Technologien zu adressieren. Darunter féllt etwa die Diskussion um Explainable Al
(Saranya/Subhashini 2023; Hassija et al. 2024), welche das Black Box-Problem aktueller Modelle
auf algorithmischer Ebene adressieren will, sowie Responsible Al (Mikalef et al. 2022) und In-
terpretable Al (MacDonald et al. 2022), welche starker regulatorisch auf Ebene der Systemein-
bettung ansetzen. In diesem Kontext steht etwa die neue Modellgeneration GPT o7 von OpenAl,
die sich fir Endanwendende vor allem darin unterscheidet, dass sie den Prozess der Aufgaben-
bearbeitung in nachvollziehbare und begriindete Teilschritte zerlegt, so dass besser nachvoll-
zogen werden kann, wie es zum gegebenen Output kam. Adversarial Robust Models wollen die
Kl-Anwendung gegen Fehlleistungen durch absichtliche Korrumpierung absichern (Guerraoui/
Pinot 2024). Daneben werden vielfache Problemlésungen auf Micro-Ebene der KI-Bedienung ge-
sucht, wie beispielsweise die Zerlegung von Aufgaben in leichter nachvollziehbare Teilaufgaben
im Rahmen der Aufgabenstellung (Rompczyk forthcoming). Unter dem Stichwort ,Green Al” wird
das Problem der 6kologischen Folgekosten bearbeitet (Alzoubi/Mishra 2024).

Ebenfalls auf technologischer Ebene schwanken die Prognosen hinsichtlich des weiteren Leis-
tungswachstums der KI-Modelle. Wahrend einige von einem weiteren, zumindest linearen Wachs-
tum ausgehen, verweisen andere auf den exponentiell wachsenden Rechen-, Energie- und Hard-
warebedarf, ein dadurch kippendes Kosten/Nutzen-Verhaltnis, auf sich erschépfende Ressourcen
an Trainingsdaten (Cummins 2024; Sevilla 2024) sowie die Gefahr der Selbstkannibalisierung,
wenn Kl-Modelle absichtlich oder unabsichtlich zunehmend mit von Kl-generierten, ,syntheti-
schen” Inhalten trainiert werden (Shumailov et al. 2024).

Auf Marktebene ist fir Endanwendende die Entwicklung der Angebotspalette und Kostenstruktur
in einem dulerst volatilen Markt malRgeblich (vgl. 5.2.9). Trends wie Marktkonzentration und Be-
miihungen zur Monopolisierung stehen innovative Start-Ups und vor allem eine stark vertretene
Open Source-Bewegung gegentiiber. lhre Losungen stellen oft gute Alternativen dar, die aber meist
weniger bequem zuganglich erscheinen, vor allem, wenn man beriicksichtigt, dass der Kl-Einsatz
zunehmend in ubiquitédre Schnittstellen von mobilen und Desktop-Betriebssystemen oder Office-
Paketen integriert wird (vgl. 2.4.6). Zum jetzigen Zeitpunkt wirkt der Markt mit dem Marktfiihrer
OpenAl auf der einen Seite und den etablierten Softwarekonzernen, die ihre eigenen KI-Losungen
im Rahmen ihrer Plattformen etablieren kdnnen, bereits relativ manifest. Trotzdem ist damit zu
rechnen, dass das Spannungsfeld zwischen Innovation und Marktkonzentration im Bereich Ki
weiterhin eine gewisse Dynamik entfalten wird.

Auf rechtlicher Ebene sind besonders die Regulierungsanstrengungen der EU maRgeblich. Sie
stehen in einem Spannungsfeld zwischen hohen Anspriichen an die Durchsetzung individueller
Rechte wie dem Datenschutz auf der einen Seite und der Befiirchtung, den Anschluss an die
technologische Entwicklung zu verlieren, auf der anderen Seite (Generaldirektion Forschung und
Innovation, Europdische Kommission/Group of Chief Scientific Advisors 2024). Im August 2024
trat der European Artificial Intelligence Act (Al Act)® in Kraft (European Commission 2024), der
vier Risikostufen fiir KI-Systeme definiert und insbesondere fiir high risk-Anwendungen regulie-

35 https://eur-lex.europa.eu/eli/reg/2024/1689/0j.
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rende Kontrollmechanismen vorsieht. Die Frage, welche Nutzungsformen von Kl in welchen Eva-
luationskontexten im Sinne des Al Acts Hochrisikoanwendungen darstellen, sprengt den Rahmen
dieser Expertise. Betroffen sein konnten vor allem Anwendungen ohne menschliche Kontrolle und
Einflussnahme, vor denen in Kapitel 6.1.3 schon aus technologieimmanenten Griinden abgeraten
wurde. Auch kénnten die moglichen Konsequenzen von Evaluationen starker in den Fokus riicken,
also die Frage, wie weitreichend die Ergebnisse konkrete Veranderungen fir Individuen zum Bei-
spiel in Form einer Weiterbeschaftigung auslésen konnten.

Auf gesellschaftlicher Ebene wird in vielfacher, nicht immer antizipierter Weise auf KI-Entwicklun-
gen reagiert. So schlie3t ein wachsender und inzwischen bedeutsamer Anteil an Inhaltsanbieten-
den im Internet in Reaktion auf das ,data grabbing” der KI-Konzerne die Nutzung der eigenen Daten
fiir das Training von Kl per Nutzungsbedingungen aus, was quantitative und qualitative Folgen fiir
die Erstellung weiterer Modelle haben kann (Longpre et al. 2024). Deutlich wird, dass menschenge-
nerierte Daten zunehmend den Status eines begehrten und knapp werdenden Rohstoffs erhalten
(vgl. Kapitel 6.3.3). Fiir die 6ffentliche Akzeptanz von Kil sollte die Umsetzung von Prinzipien ,ver-
trauenswiirdiger KI* (Hochrangige Expertengruppe fiir kiinstliche Intelligenz 2019) eine wichtige
Rolle spielen. Sie kdnnte aber Opfer von Gewohnungseffekten werden, wenn Endanwendende wie
schon bei anderen Technologien wie Suchmaschinen ihre Bedenken zum Beispiel hinsichtlich der
Preisgabe personlicher Daten angesichts kurzfristiger Nutzeneffekte hintenanstellen.

Letztlich wird es auch auf die innerfachliche Entwicklung innerhalb der Evaluationscommunity an-
kommen. Nielsen (2023) glaubt, dass Evaluierende beim Thema Kl bisher noch zogerlich waren.
Begreift man Kl allein als neu verfiigbare Technologie, kann das empirisch bewahrte UTAUT-Mo-
dell (Unified Theory of Acceptance and Use of Technology, Venkatesh et al. 2016) fiir eine Progno-
se herangezogen werden. Demnach wird es auf Individualebene darauf ankommen, (a) welchen
Nutzen Evaluierende sich vom Einsatz versprechen, (b) wie hoch sie Aufwand und Kosten (in-
klusive Risiken) einschatzen, (c) inwiefern sie sozialen Druck fir oder gegen einen Einsatz wahr-
nehmen und (d) welche Unterstiitzung sie bei der Einarbeitung erhalten. Wahrend (a) und (b) vor
allem von fachexternen Bedingungen abhangen, werden die Faktoren (c) und auch (d) deutlicher
von der Fachcommunity gepragt sein. Die Etablierung des Kl-Einsatzes wird also einerseits von
Bereitstellung und Verfligbarkeit von Unterstiitzungsleistung etwa in Form von Communities of
Practice oder Weiterbildungen abhéngen. Vor allem aber wird es darauf ankommen, inwiefern er
innerhalb der allgemeinen Forschung und der spezifischen Evaluationslandschaft mit zentralen
Akteursgruppen wie Auftraggebenden, Evaluierenden und Fachgesellschaften als normale Praxis
akzeptiert werden wird.
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